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Spis tresci

» Opis algorytmu
* Testy wersji z optymalizacjg brutalng

» Testy wersji z optymalizacjg wykorzystujaca
pochodng
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Dziatanie algorytmu -
klasyfikacja/odtwarzanie

» Dla punktu testowego:

» Estymuj gestosc¢ kazdej z klas punkcie
(korzystajgc z parametrow obliczonych
podczas nauki)

» ZWroc etykiete klasy odpowiadajgce]
najwiekszej gestosci (obliczamy
korzystajgc ze wzoru Bayesa)

P(x|w;) P(w;)
p(x)

dp(x) = arg max P(w;|x) = arg max
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Czemu kombinacja
estymatordéw jgdrowych?

» Dokonujemy estymacji jgdrowej dla roznych
szerokosci jadra | usredniamy

» ROzne szerokosci jgdra odpowiadajg roznym
,fozdzielczosciom” spojrzenia na dane
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Kombinacja

» Szerokosci jgder kazdego z estymatorow sg
potaczone za pomocy funkcji wyktadniczej:

hfj (ﬂ*) — hfmin + ﬂj (h‘tl'la)( - hfmin)
» Gazie:
* h_j— szerokosc jgdra estymatora j

* [h_min, h_max] — przedziat sensownych
szerokosci jgdra

* a nalezy do [0, 1]
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Obliczanie przedziatu
[h min, h max]

*Metoda podobna do tej z [Ghosh06]: Badamy
rozktad odlegtosci w zbiorze danych, a nastepnie:

*h_max = 99-ty percentyl odlegtosci miedzy punktami
(podejscie konserwatywne)

*h _min — w przeciwienstwie do h_max musi bycC
dobrane ostroznie, bo:

*\We wzorze Bayes'a: Dla h — 0, gestosc p(x) = 0 i wtedy
dzielimy przez zero - niedobrze!

P(x|w;) P(w;)
p(x)

dp(x) = arg max P(w;[x) = arg max

*Dla h — 0 estymacja gestosci jest niedobra .

6/26



Obliczanie h min

» Zabezpieczenia przed zbyt matymi wartosciami h:

» 1/¢ czesci 1-go percentyla odlegtosci miedzy
punktami
- Dla jadra gaussowskiego: & = \/Fx;‘trj}(ﬂ‘gg)'
» Gdzie: d — liczba wymiarow
* To zabezpieczenie nie zawsze jest wystarczajgce

* Wiemy, ze w ekstremalnych sytuacjach (b. mate h,
lub, rbwnowaznie, obserwacja b. mocno odstajgca)
klasyfikacja za pomocg estymatora jgdrowego
zachowuje sie jak alg. Nearest Neighbor (1-NN)

» Dla p(x)=0 zwracamy wynik klasyfikacji 1-NN &
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Uczenie - ogdlnie

» Minimalizacja brutalna sredniokwadratowego
(MSE) btedu cross-walidacyjnego (ze
stratyfikacjg) klasyfikacji

MSE(P(-),D) = I%I > i(f’(wi x) — ti(x))*

xcD i=1

e a - estimator’s parameter
e DV - validation set
e ¢ - number of classes

e ji(w;|x;a) - estimation of class w; probability in point x,

e t(x)[i] - actual value of point x probability of class w; .
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Uczenie - doktadniej

1)Losowa permutacja wszystkich instancji
zbioru treningowego

2)Transformacja danych (np. standaryzacja,
PCA)

3)Obliczenie [h_min, h_max]

4)Poszukiwanie optymalnego a za pomocg
metody brutalne] — optymalizacji grid-search
cross-walidacyjnej (ze stratyfikacjg) funkcji

MSE i

- sprawdzanych jest 100 wartosci funkciji o



Minimalizacja MSE - przyktad

error rate
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Eksperymenty - metodologia

» Zbiory danych:

« Zrodto: z literatury w wersji uzywanej w jednym z 2
artykutow ([Lim00], [Ghosh06])

* Sposob testowania:

» Holdout: zbior ze zdefiniowanym zbiorem testowym:
10 powtorzen | usrednienie

» Cross-validation: Bez zdefiniowanego zbioru
testowego: 10-fold stratified cross-validation

» Wersja algorytmu:
» Transformacja: standaryzacja, PCA whitening - o
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Eksperymenty - wyniki
neme  classesno afiributes no instances source

BUPA liver disorders 345 [LimO0]
Boston housing 506 [LimO0]
StatLog vehicle silhouettes 4 [LimOO]
Sonar averaged 208 [Ghosh06]
data set best lit. E=1 E=2 E=5 E=cl.no. PCA E=1 PCA E=cl.no.
Boston housing .221 239 .247 .249 245 243 247
breast cancer 0278 .0323 .0323 .0323 .0323 0661 0661
glass 236 252 .233% 247 .247 271 308
Indian diabetes 221 251 .256 .259 .256 264 269
lwwer disorders 279 405 .365 .365 .365 2521 510
Ripley’s synthetic .090 105 .094 .097 .094 105 094
satellite image 098 097* .095*% .095% .096*%  .292 288
sonar 135 194 222 216 222 A81 A81

vehicle silhouette .145 286 285 .284 .286 208 205




Whnioski

» 353 roznice wzgledem E=1 (chociaz
niewielkie)

* Wersje E=2, E=5, E=cl.no. lepsze od wersji
E=1

* Wersje PCA E=1, PCA E=cl.no. gorsze od
wersji E=1

* E=2 uzyskuje 2 wyniki lepsze niz literaturowe
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Porownanie z wynikami
literaturowymi
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Whnioski

» Dla wszystkich wersji co najmniej 4/9
wynikow nalezy do gornych 50% wynikow
literaturowych

» 53 roznice wzgledem E=1 (chociaz
niewielkie)

* Wersje E=2, E=cl.no. lepsze od wersji E=1
» Wersje E=5, PCA E=1, PCA E=cl.no. gorsze
od wersji E=1

* Wniosek koncowy: wersja E=2 wydaje sie - @
najlepsza |

15/26



Pytania oraz
pomysty/modyfikacje
Pytania:

» Czy nauka algorytmu z 1 estymatorem w tej wersiji jest
nowa?

Mate zmiany
» Uzywac skali logarytmicznej dla parametru a
Srednie zmiany
» Uzywac innej funkcji zmniejszania sie jader
» Uzywac innego jadra (np. p-Gaussian)
B. duze zmiany &y

» Dopasowywac wielkosc¢/ksztatt jgdra w zaleznosci-od: *
potozenia w przestrzeni 16/26



Optymalizacja z
wykorzystaniem pochodnej

» Algorytm optymalizacyjny: L-BFGS-B [zhu97]
» pseudo-Newtonowski, znajduje optimum lokalne

* Przeznaczony do rozwigzywania duzych,
nieliniowych problemow optymalizacyjnych, z
ograniczong pojemnoscig pamieci

» Kazda ze zmiennych moze byc¢ ograniczona (I < x_i <
u), tutaj:0<a=<1

* W kazdym kroku wymaga jednoczesnego obliczenia
wartosci funkcji i pochodnej

» Co optymalizujemy: cross-walidacyjng (ze 2ess
stratyfikacjg) funkcje btedu sredniokwadratowego
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Zalety | wady optymalizacji z
wykorzystaniem pochodnej

» Zalety

* Poszukiwanie minimum trwa o ok. 75%
Krocej niz w metodzie brutalnegj

* Wady
* Trzeba ustalac punkt startowy,
» Znajdowane jest minimum lokalne
* Wtasnosci:
 Liczba ewaluacji funkcji i gradientu to srednio

ok. 8.4 . @
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Aktualne problemy z tym
podejsciem

» Czasami program wyrzuca wyjatek (dzielenie
przez 0)

» Dobieranie odpowiedniego punktu
startowego

* Aktualnie: h1=1, h1=E (byty tez testy
h1=h_min, h1=h_max)

* Pomyst. Zastosowac jedng z popularnych
metod dobierania punktu optymalnego dla
estymacji gestosci za pomocg estymatorow
jadrowych (Sheater-Jones, smoothed &
sross-validation)
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Wstepne testy dla wersji z
pochodng

» Metodologia:

» Zaproponowana w [Demsar06] — porownywanie wielu
algorytmow na wielu zbiorach danych:

1)Sprawdzamy, czy rezultaty wszystkich algorytmow sg
takie same: Friedman test

2)Jesli nie, to sprawdzamy, ktore sg rozne:

* Poréwnujgc z algorytmem bazowym: Holm test lub
Bonferroni-Dunn test

* Porownujgc wszystkie ze wszystkimi: Nemenyi test

* Wykonatem tylko krok 1)

» Testowano rozne parametry: liczba estymatorow (E),
punkty startowe (st.p.), algorytmy optymalizacyjné
(a), transformacje danych (), typ transformaCJzogtype)



gradient vs. brutal
(classes-common transformation, transformation=std)

0.4
dataset
REERREEE SRR bupa_liver
"""" - - - statlog_vehicle_silhouette
0.3 AN L pima_indians_diabetes
' RS eftiwee-oe-1==2  --- glass_reduced
) AN 7 N ---- boston_housing

® IR Ce=s ~T sonar
© ' ~. -7t T T IR statlog_satellite_image
5 — — ripleys_synthetic
% 0.2 - — iris

—— wisconsin_breast _cancer

014 —= - —~<

TR I A T e T TR A
W oW o woow  ow o ow ow oW ow oW owow
€ €© € € € € € € ®W..8. @§, ®©
T & 8 &6 ©& ©& © © SexgBimdit £
5T © © © © © © © £ £ £ £
© © @© @© © © ® c @ <2 Q9 Q9
e — - — - — — — 1] 1] Il Il
T T ¥ ¥ ¥ ¥ ¥F ¥ Lo o o

O © © o
T ® & © © © © © 2 ¢ ¢ 9
T o7 o1 Y Yy s s 8o

i i T T

a & & & a a a a T T T 7
5 B B B " B B 8w T & 2 C

[72] n n [75]

* Friedman test: p-value=0.8217 bt

» Brak istotnych roznic miedzy algorytmami 51/



standard vs. PCA whitening transformation
(classes-common transformation, optimization=gradient)

0.40
dataset
0.35 .
D e e bupa_liver
N ZANRRERRER N - - - glass_reduced
\ N . .
0.30 — AN , N , Szl - - - statlog_vehicle_silhouette
/ P s e m - - [ it . . . .
’ ‘- v \\/ K N J pima_indians_diabetes
N/ N ! -=+- boston_housing
0.25 — R SRR ~ = _ sonar
-lq—aJ "\./‘ y '\".’ . ;
= T / — — ripleys_synthetic
— - - ~ / . .
h - ~_____ statlog_satellite_image
S 0.20 Sateg —mag
o iris
— wisconsin_breast_cancer
0.15
010_ ————//\\,_—-——-
0.05
AN M IO N MO IO ~—~ N O ;0O ~ N OO W
1l 1} 1l 1l 1l 1l 1l 1l 1l 1l 1l 1l 1l 1l 1l
WoWw W ow www wwww wwww
T T T Y Y Y TOTOT T SHoetinest W
& & a ad 88 &4 & & egpelel L
L7 7 7 B 7 B A 7 S 7 S 7 B 7 S 7 B~ S S 7 S 7~
D O O 9 ooy » 8 U 8B 8B T T T T
g g g g S £ £ @2 ¢ o v 9 v v o
€8 3% 3 3 EoH -~ - - = 4440
€ © © © & & =
;I §| ; gl ; ;| ;|
pr S < < < =

* Friedman test: p-value=0.9797 w
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Poréwnanie typdw transformacji danych 1

class-dependent vs. classes-common transformation
(optimization=brutal, transformation=standardization)
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* Friedman test: p-value=6.0433 s

» Istniejg istotne réznice miedzy algorytmamina  °
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Poréwnanie typdéw transformacji danych 2

class—-dependent vs. classes—common transformation
(optimization=gradient, transformation=standardization)
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