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Problem klasyfikacji wielokategorialne]
(multilabel classification)

]
e Zbior danych wejsciowych:
X =R
e Zbior klas (kategorii):
Y ={01...Q-1
e Zbior uczacy:
T={00 ) 06 o)l Yoo x OX, ¥, 0Y, ¥ 200
e \Wielokategorialny system uczacy sie

(multilabel learning system)
- Wygenerowanie wielokategorialnego klasyfikatora:

h:X - 27



Problem klasyfikacji wielokategorialne]
(multilabel classification)

c- ]
e Zamiast klasyfikatora (h) system tworzy funkcje:
f: XxY 5 R
e Dlapary uczacej (x.Y,), xOX, Y OY, YzO
system dagzy do wygenerowania funkcji spetniajgce]
warunek (Oy, OY, Cy,0Y)  f(x,y,)> f(x,y,)
e Na podstawie utworzonej funkcji mozna wygenerowac
klasyfikator:
(OxOXx) h(x)={yOyY: f(x,y)>t(x)}

gdzie t: X - R jest funkcjg progowg



Siec¢ neuronowa w klasyfikacji
wielokategorialne] (metoda BP-MLL)

e BP-MLL (Backpropagation for Multilabel Learning)

e Autorzy:
- Min-Ling Zhang
— Zhi-Hua Zhou

e Pierwszy wielokategorialny system uczacy sie oparty
na sieciach neuronowych

e Perceptron ze zmodyfikowang funkcjg btedu
e Uczenie — wsteczna propagacja btedu



Siec¢ neuronowa w klasyfikacji
wielokategorialne] (metoda BP-MLL)

e Funkcja btedu

- Zmodyfikowana

Ze_(cli(_cli)
_ N (ki _
£ =Y W ¢ (x)=d
=Y

e Koncentracja na roznicy pomiedzy wartosciami wyjsciowymi
dla kategorii nalezacych do Y, a wartosciami wyjsciowy dla
kategorii spoza Y,

e Silne karanie w przypadku wartosci wyjsciowych dla kategorii
spoza Y; wiekszych niz dla kategorii z Y,

e Uwzglednianie zaleznosci pomiedzy roznymi klasami —
wieksze wartosci na wyjsciu sieci dla kategorii nalezgcych do
Y; niz dla kategorii spoza Y,




Siec¢ neuronowa w klasyfikacji
wielokategorialne] (metoda BP-MLL)

o]
e Klasyfikacja

- Na podstawie wartosci wyjsciowych sieci ustalany
jest zbior kategorii (klas) odpowiadajgcy danym
wejsciowym:

{i0Y:c, >t(x)
gdzie t: X - R jest funkcjg progowg
- Funkcja progowa:
e Stata funkcja (t(x) = 0)
e \Wyznaczana na podstawie zbioru uczgcego



Funkcja bt edu — modyfikacje
S

e \Wigczenie wartosci progowej do funkcji btedu

m S el Ze—(cik—ca) N Ze—(cg—d)
E, = Z (k.1 )Y, x¥; kDY, IOV
¥+ |+ Y]

h(x)={i0Y:c,(¢)>co(x )} ¢ (x)=c

e Wartosc cy(x) jest interpretowana jako prog

e Funkcja progowa jest wyznaczana poprzez adaptacje w
procesie uczenia sieci neuronowej

e Koncentracja na roznicach pomiedzy wartosciami
wyjsciowymi dla poszczegolnych kategorii a wartoscig
progowg




Miary oceny jako Sci
klasyfikacji wielokategorialnej

e Hamming loss

- Okresla jak czesto wystepuje btedna klasyfikacja (obiekt
zaklasyfikowany jako nalezgcy do danej kategorii podczas
gdy do niej nie nalezy)

oss(n) =+ >~ (x )a¥].

i=1
h(x)AY; = (h(x )0 Y )\ (h(x)n ¥)
- Im mniejsza wartosc tym lepiej
e Najlepsza: O
e Najgorsza: 1
e Losowa klasyfikacja: 0,5



Miary oceny jako Sci
klasyfikacji wielokategorialnej

e One-error

- Okresla jak czesto kategoria 0 najwyzszej wartosci
wyjsciowej nie nalezy do zbioru Y,

oneerror(f ) = %Z:[(argma&,m f (>§ ) Y))DYi]

- Im mniejsza wartosc¢ tym lepiej:
e Najlepsza: O
e Najgorsza: 1 10 ‘?I‘
e Losowa klasyfikacja: —Z—

piZ Q



Miary oceny jako Sci
klasyfikacji wielokategorialnej

e Ranking loss
— Okresla usredniong czesc¢ par kategorii

(Voo ¥2) (v OY Cy, 0% Cf(x,y)< f(x,y,))

- Wskazuje jak czesto kategoria nalezgca do zbioru Y; ma nie
wiekszg wartosc¢ wyjsciowg niz kategoria spoza tego zbioru

p
rloss(f )= p._l\YHY\H Vi o) OY XY 2 £ (%, 1)< £ (%, y,)f

- Im mniejsza wartosc¢ tym lepiej:
e Najlepsza: O
e Najgorsza: 1
e Losowa klasyfikacja: 0,5



Miary oceny jako Sci
klasyfikacji wielokategorialnej

e Coverage
- Okresla usredniong liczbe kategorii 0 wyzszej wartosci
wyjsciowej niz kategoria 0 najnizszej wartosci wyjsciowe]
P
nalezaca do zbioru Yo erage( f ) = 1 Z(maxrank (x,y)-1
p i=1 B
rank, : X xY - {1,2,...Q}

Fx, %1)> Fx,y,)= rank, (x, y,) < rank; (x, y,)
— Im mniejsza wartosc tym lepiej:
e Najlepszy: ZM

e Najgorszy: Q 1 0 Iv]+

e Losowa klasyfikacja: BZ
i=1




Miary oceny jako Sci
klasyfikacji wielokategorialnej

e Average precision

— Okresla jaka czesc kategorii 0 nie mniejszych wartosciach
wyjsciowych niz poszczegoblne kategorie nalezace do zbioru Y,
nalezy do zbioru Y,

avgprec(f )= ZYZ
rank, : X xY - {1,2,...Q}

f(x,v1)> F(x,y,)= rank (x,y;) <rank, (x,y,)

— Im wieksza wartosc¢ tym lepiej:
e Najlepszy: 1
e Najgorszy: 0
e Losowa klasyfikacja: 0,5

{yDY, :rank, (x, y)< rank, (x, y)f
rank, (x, y)




Kombinacja sieci neuronowych jako
klasyfikator wielokategorialny

e Kombinacja sieci neuronowych
(neural network ensemble)
- N sieci neuronowych

e Kazda sieC uczona niezaleznie algorytmem wstecznej
propagacji btedu
e Funkcja btedu

Y erti) +Ze el y et

(k,1 Y, ¥ [

E, =
2 \YiHYi\ MEd

‘MB



Kombinacja sieci neuronowych jako
klasyfikator wielokategorialny

e Kombinacja sieci neuronowych

(neural network ensemble)

- Wartosci wyjsciowe stanowig srednie arytmetyczne
odpowiadajgcych sobie wyjs¢ poszczegolnych sieci
neuronowych

C ()= 2oeilx) 10y
Calx) = 265(6)

h(x)={j0Y:C (x)>Colx )}



Wyznaczanie klas fukcjonalnych
genomu dro zdzy — opis problemu

e Genomika funkcjonalna (functional genomics)

— Okreslenie funkcji gendw i kodowanych przez nie
biatek w oparciu o dane biologiczne:
e Mikromacierze DNA
- Poziomy ekspresji gendw w roznych warunkach
e Profile filogenetyczne
— Cigg bitow odpowiadajgcych genomom roznych
gatunkow okreslajgcych czy rozpatrywany gen
wystepuje w danym gatunku (1) czy tez nie (0)

- Kazdy gen powigzany ze zbiorem funkcji (klas)



Wyznaczanie klas fukcjonalnych
genomu dro zdzy — opis problemu

e Zbior danych dla genomu drozdzy

- 103-wymiarowy wektor wejsciowy (dane z mikromacierzy
DNA i profili flogenetycznych)

— 14 klas funkcji genéw (Metabolism, Protein Synthesis, lonic
Homeostasis, Energy, Protein Destination, Cell Growth and
Division, Transcription, Cellular Biogenesis, Cell Rescue and
Defense, Transport Facilitation, Cellular Organization,
Transposable Elements Viral and Plasmid Proteins, Cellular
Communication and Signal Transduction, Cellular Transport
and Transport Mechanisms)

— Zbior uczacy: 1500
— Zbior testowy: 917



Wyznaczanie klas fukcjonalnych
genomu dro zdzy — eksperymenty

e Parametry
— Liczba sieci neuronowych: 3
- Dla kazdej sieci neuronowej
e \Wspoitczynnik uczenia: 0.05
e Learning decay: 0.5

e Liczba neuronow w warstwie ukrytej: 14
e 100 epok

e 30 eksperymentow



Wyznaczanie klas fukcjonalnych

genomu dro zdzy — wyniki

. . . Losowa 1 sie¢ 3 sieci Najlepszy
Miara Najlepszy | Najgorszy L :
klasyfikacja | neuronowa | neuronowe | z literatury
' 0,2018 0,1997
Hamming 0 1 05 0,195
Loss +0,0016 +0,001
0,2358 0,2345
One-error o) 1 0,6971 0,217
+0,0034 +0,0026
' 0,1752 0,1723
Ranking 0 1 0.5 0,163
Loss +0,0023 +0,001
6,5058 6,4828
Coverage 3,24 13 8,12 -
+0,0661 +0,0321
0,7545 0,7571
Average 1 0 0,5 0,773
Precision +0,0022 +0,0012




Wyznaczanie klas fukcjonalnych
genomu dro zdzy — wyniki

Hamming Loss
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Wyznaczanie klas fukcjonalnych
genomu dro zdzy — wyniki

One-error

0,2400

0,2380

0,2360

0,2340

0,2320

0,2300

0,2280




Wyznaczanie klas fukcjonalnych
genomu dro zdzy — wyniki

Ranking Loss

0,1780
0,1770
0,1760
0,1750
0,1740
0,1730
0,1720
0,1710
0,1700
0,1690

0,1680




Wyznaczanie klas fukcjonalnych
genomu dro zdzy — wyniki

Coverage

6,6000

6,5500

6,5000

6,4500

6,4000

6,3500




Wyznaczanie klas fukcjonalnych
genomu dro zdzy — wyniki

Average Precision

0,7590
0,7580
0,7570
0,7560
0,7550
0,7540
0,7530
0,7520
0,7510
0,7500

0,7490




Wyznaczanie klas fukcjonalnych
genomu dro zdzy — wyniki

e Podsumowanie
- Wyrazna poprawa wynikow (w przypadku
zastosowania 3 sieci neuronowych) dla miar

e Hamming Loss
e Ranking Loss
e Average Precision

- Porownywalne wyniki dla miar
e One-error
e Coverage
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