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Opis algorytmu

Klasyfikacja punktu x:

Estymuj gestosC w x za pomocg usrednienia paru
(aktualnie dwéch (E=2)) estymatorow jgdrowych

(x|wish) = Zp (x|wis hi j)

Uzyj wzoru Bayesa, by uzyskac prawdopodobienstwa
klas w punkcie x

; p(x|w;; h) P(w;
dB(m‘,l h) — aI‘gIIla.X P(wz‘ﬂj; h) o argmax p(m‘wiﬁ ) (wg)

i Yy b(lwis h) Pwi)

Gdy mianownik =0 (na skutek ograniczonej precyzji
maszynowej), zwracamy prawdopodobienstwa z algorytmu 1-

NN | e
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Opis algorytmu

Uczenie:

Minimalizuj btad sredniokwadratowy (MSE) (obliczany za pomocg
10-fold cross-validation) ze wzgledu na parametry wygtadzania
estymatorow

MSE(P(.),D) = Bl Z Z (P(w;|x) — t;(x))?

xcD =1

Przy minimalizacji uzywamy pseudo-Newtonowskiego algorytmu
L-BFGS-B [Zhu97]

Dla 2 estymatoréw wybieramy punkt startowy (w przestrzeni poddanej
standaryzacji):

x0=[1.1, 1]
Przedziaty poszukiwan wspotczynnikow wygtadzania [h_min, h_max]:
h_max= 99. percentyl odlegtosci miedzy przyktadami .

h_min= 1. percentyl * 1/(promien kuli zawierajacej 99% masy rozktadu normalnego) **
Y .|
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Wyniki algorytmu na popularnych
zbiorach danych

Dobre wyniki dla wersji E=2 w poréwnaniu z
wynikami literaturowymi:

e 7/11 wynikow nalezy do 50% Bostonpousng 1 | o
najlepszych wsrod mageseqmention -
porownywanej literatury s asorders

* 1 wynik lepszy od najlepszego z satelite image 7 9
porownywane;j literatury e meom 1| e T

* 1 wynik gorszy od najgorszego 00 02 04 05 03 1.0

’ . g quantile
Z porownywane]j literatury

Na tych zbiorach danych wersja E=2 daje wyniki
statystycznie istotnie lepsze niz E=1 (test rangowdy,
Wilcoxsona [Demsar06], p=0.02)

data set
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Postulowana wtasnosc¢ zbioru
danych

Postulowana wtasnosc zbioru danych, na
ktorym wersja z E=2 estymatorami powinna bycC

lepsza od wersji z E=1 estymatorem:

Granica decyzyjna powinna przechodzi¢ przez
regiony o duzej i matej gestosci

Estymator o matym wsp. wygtadzania bedzie modelowat
dobrze region o duzej gestosci, a estymator o duzym
wsp. wygtadzania — o0 matej gestosci

Usrednianie potaczy te 2 modele
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Rozktad
przyktadowego
zbioru danych
(mieszanina rozkt.
Gaussowskich)
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Zatozenie: wsp. wygtadzania rowne
dla obu klas

Dla badanego przyktadu, optymalne rozwigzanie
jest znajdowane w przypadku, gdy wsp.
wygtadzania dla obu klas sg rowne

Dzieki temu:

Zawezamy przestrzen poszukiwan

Funkcja btedu dla przypadku E=2 zalezy tylko od 2 wsp.
wygtadzania — mozna tatwo narysowac

Uzasadnienie tej wtasnosci:

Obie struktury z wykresu sg praktycznie odseparowane —
mozna je analizowac oddzielnie

W obrebie kazdej struktury rozktad jednej z klas jest .
przesunietg wersjg rozktadu drugiej — w tym przypadku

stosowanie wspdlnego wsp. wygtadzania jest uzasadnione
[Ghosh04] 8/30



Sposob optymalizacii

Chcemy porownac¢ wyniki dla E=1 i E=2 w
,najlepszym przypadku” dla kazdej z wersiji
Dobieramy parametry optymalnie przy pomocy

zbioru testowego (czyli optymalizujemy na zbiorze
testowym)
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Parametry przyktadow

Wielkosc zb. testujgcego: 2000
Wielkosc zb. uczacych: 50-3200

Liczba zbiorow uczacych, po ktdérych usredniamy:
20

h_min=0, h_max — dobierane recznie dla
kazdego zb. uczacego (tak, by minimum byto w
srodku przedziatu a nie na brzegu)

Siatka wykresu btedu: 100x100 punktow
w
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Funkcja btedu

training set elements: 50
Full search: arg min(mean MSE) = (2.5, 182), arg min(mean misclass. prob) = (2.5, 149)
Diagonal search: arg min(mean MSE) = (182, 182), arg min(mean misclass. prob) = (0, 0)

mean MSE mean misclass. prob.
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h2

Funkcja btedu

training set elements: 400
Full search: arg min(mean MSE) = (2, 95), arg min(mean misclass. prob) = (2, 103)
Diagonal search: arg min(mean MSE) = (95, 95), arg min{mean misclass. prob) = (2, 2)
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h2
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Diagonal search: arg min(mean MSE) = (73, 73), arg min(mean misclass. prob) = (1.5, 1.5)
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Funkcja btedu

training set elements: 1600
Full search: arg min(mean MSE) = (1.5, 73), arg min(mean misclass. prob) = (1.5, 76)
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Whnioski z analizy wykresow

Minimum globalne znajduje sie poza przekatng
— uzywanie E=2 estymatorow moze dac
lepsze wyniki niz E=1 estymatora

Optymalne rozwigzanie sktada sie z matego |
duzego wsp. wygtadzania — potwierdzenie
naszej intuicji

Minimum MSE jest b. blisko minimum btedu

klasyfikacji (a podczas wtasciwego uczenia
optymalizujemy wiasnie MSE)
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misclassification probability
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Whnioski z analizy wykresu

Wersja E=2 daje wyniki lepsze od wersji E=1
(poza najmniejszym zb. trenujgcym)
Dla wersji E=2, minimalizacja MSE daje w

przyblizeniu takie same, dobre wyniki jak
bezposrednia minimalizacja btedu klasyfikac;i

16/30



Statystyczna istotnosc roznic

Gdy porownamy wersje E=2 z E=1 dla minimalizacji
roznych funkcji btedu:

E=2 (bt. klasyfikacji) vs. E=1 (bt. klasyfikaciji)

E=2 (MSE) vs. E=1 (bt. klasyfikacji)

E=2 (MSE) vs. E=1 (MSE)
R&znice sg statystycznie istotne (paired t-test) dla
wszystkich zbioréw uczgcych oprocz najmniejszego

Najwieksze p-value w tych testach to 1.56e-09, wiec istotnosc¢
jest zachowana przy uwzglednieniu, ze wykonujemy testy
wielokrotne | po wprowadzeniu konserwatywnej poprawki
Bonferroni'‘ego (nowy poziom istotnosci = poziom .
istotnosci/liczba testow = 0.05/20 = 0.0026)
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Zastosowanie prawdziwe] metody
uczenia

Przy probie zastosowania opisane] wczesniej
metody uczenia pojawia sie problem — gradient
funkcji btedu w punkcie startowy jest =0

Pomyst:. dobieracC punkt startowy bardziej
adekwatnie do struktury danych

Doktadniej:

1) estymujemy gestosc rozktadu odlegtosci miedzy
punktami w zbiorze danych (z logarytmowaniem lub bez,
uzywamy 512 rownoodlegtych punktow),

2) jako punkt startowy wybieramy potozenie E maksim(’)‘
odpowiadajgcym E najmniejszym potozeniom
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Rozktad odlegtosci dla wygenerowanych
danyvch

mac: 197.4, $8271.4, 1000EE.B
min: 48074, 48665

¥
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] ] ] ] ] ] ] |
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Parametry eksperymentu dla wersiji
Z leave-one-out CV

- Wygenerowane dane:

- Wielkos¢ zb. testujgcego: 20000
- Wielkos¢ zb. uczacych: 50-1600

— Liczba par (zbidér uczacy, zbidr testujacy), po ktdérych usredniamy dla pojedynczego
rozmiaru zb. uczacego: 30

- Wersja algorytmu:

Estymacja MSE za pomocg leave-one-out cross-validation

Bez transformac;ji danych

h_min=0

Dobieranie punktu poczgtkowego na podstawie maksimow w rozktadzie
odlegtosci miedzy punktami

~ Zlogarytmowaniem

- Bez logarytmowania .

~ Jesli nie znaleziono liczby maksiméw=E, to E jest dopasowywane do liczby -+

znalezionych maksimow
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Wykres btedow przy zastosowaniu
metody uczenia z LOO CV
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Whnioski z analizy wykresu |
statystyczna istotnosc

Dla wersji bez logarytmowania: wersja E=2 daje wyniki
zblizone do wersji E=1 (poza najmniejszym zb. trenujgcym)

RoOznice nie sg statystycznie istotne (paired t-test)

Dlaczego? Odp: Bez logarytmowania nie jest wychwytywana
roznica miedzy 2 najmniejszymi minimami

Dla wersji z logarytmowaniem: wersja E=2 daje wyniki
lepsze od wersji E=1 (poza najmniejszym zb. trenujgcym)

Réznice sg statystycznie istotne (paired t-test) dla wszystkich
zbiorow uczgcych oprocz najmniejszego
Najwieksze p-value w tych testach to 5.78e-06, wiec istotnosc jest
zachowana przy uwzglednieniu, ze wykonujemy testy wielokrothe Lpo

wprowadzeniu konserwatywnej poprawki Bonferroni‘ego (nowy p
istotnosci = poziom istotnosci/liczba testow = 0.05/12 = 0.0042) ...«
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Parametry eksperymentu dla wersiji
z 10-fold cross-validation

- Wygenerowane dane:

- Wielkosc¢ zb. testujgcego: 20000
- Wielkos¢ zb. uczgcych: 50-800

— Liczba par (zbidr uczacy, zbior testujgcy), po ktorych usredniamy dla
pojedynczego rozmiaru zb. uczgacego: 10

- Dla kazdej pary eksperyment powtarzamy 10 razy i usredniamy

- Wersja algorytmu:

Estymacja MSE za pomocg 10-fold cross-validation

Bez transformacji danych

h mn=0

Dobieranie punktu poczatkowego na podstawie rozktadu odlegtosci
miedzy punktami

- Z logarytmowaniem .
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Wykres btedow przy zastosowaniu
metody uczenia z 10-fold CV
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Whnioski z analizy wykresu |
statystyczna istotnosc

Wersja E=2 daje wyniki lepsze od wersji E=1 (poza 2
najmniejszymi zb. trenujgcymi)

Roznice sg statystycznie istotne (paired t-test) dla
wszystkich zbiorow uczacych oprocz 2 najmniejszych

Najwieksze p-value w tych testach to 0.000792, wiec
IstotnoscC jest zachowana przy uwzglednieniu, ze
wykonujemy testy wielokrotne i po wprowadzeniu
konserwatywnej poprawki Bonferroni'ego (nowy poziom
Istotnosci = poziom istotnosci/liczba testow = 0.05/4 =
0.0125)
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Pytania | odpowiedzi

Dlaczego dla najmniejszych zbiorow danych wyniki dla E=2
sg stabe?
Drugie maksimum (ok. 350) znajduje sie zazwyczaj w duzej
odlegtosci od optymalnego wsp. wygtadzania (ok. 100). W tym
miejscu gradient jest zazwyczaj b. maty.

Przy matej liczbie punktow, nie ma wystarczajacej ,sity”, by

sciggnac alg. optymalizacyjny do witasciwego optimum.
Dlaczego wyniki dla E=1 przy optymalizacji MSE sg lepsze
niz w eksperymentach ,najlepszego przypadku”?

Punkt startowy optymalizacji dla tego przypadku jest b. maty, co

odpowiada minimum btedu klasyfikacji. W trakcie optymallza%me
oddalamy sie zbyt daleko od tego punktu.
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Podsumowanie

Stosowanie wersji E=2 daje lepsze wyniki niz stosowanie
wersji E=1 na sztucznym zbiorze danych o postulowanych
witasciwosciach (poza najmniejszymi zbiorami trenujgcymi).
Przyczyng jest postac funkciji btedu
Ta wilasnosc zachodzi zaréwno dla wersji z zastosowaniem leave-
one-out cross-validation jak i 10-fold cross-validation.

Jesli wyniki na popularnych zb. danych bytyby dobre dla
wersji leave-one-out cross-validation, to nalezatoby g
stosowac

Zalety te] wersiji:

eliminacja losowosci z algorytmu
prostsza analiza teoretyczna @
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Gtowne kierunki badan

» Automatyczne dobieranie liczby estymatorow
» Analiza teoretyczna
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