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Definicja problemu 

• dwóch graczy: P1 (minimalizator) oraz P2 (maksymalizator) 

•  S1, S2 – zbiory strategii graczy P1 i P2 

 

• fi,j – wypłata w przypadku zagrania strategii      oraz  

• fi,j jest wektorem - gra wielokryterialna (ang. Multi-objective 
Game / MOG) 

 

 

• Cel gracza P1: 

• Cel gracza P2:  



MOG – stosowane podejścia 

• rozważanie każdego celu (elementu wektora wypłat) 
oddzielnie 

• sprowadzenie gry do jednego celu (np. za pomocą sumy 
ważonej) 

• rozważanie punktu Nadira 

• relacja dominacji 

 



Przykład 

 

 

 

 

 

 

 

 

• P1 – złodziej – wybiera jedną z dróg 

• P2 – ochroniarz – wybiera jedną z lokalizacji i umieszcza w 
niej kamerę 

 
 



Przykład cd. 

 

 

 

 

 

• f(1) = – dystans kamery od drogi 

• f(2) = czas dotarcia do celu wybraną drogą po wykryciu 
obecności złodzieja kamerą 

 

• P1 (złodziej) minimalizuje f(1) i f(2) 

• P2 (ochroniarz) maksymalizuje f(1) i f(2)
 



 



Relacje dominacji 



Antyoptymalny front 

• Antyoptymalny front (anti-optimal front) strategii 

 



Racjonalne strategie 

• Strategie irracjonalne: 

 

 

• Strategie racjonalne – wszystkie, które nie są irracjonalne: 

 

 



Algorytm podstawowy 

• E. Eisenstadt, A. Moshaiov, G. Avigad, Co-evolution of strategies for 
multi-objective games under postponed objective preferences, IEEE 
Conference on Computational Intelligence and Games, 2015. 

 

Algorytm koewolucyjny: 

• 2 populacje: zbiór strategii graczy 

• Selekcja: turniejowa binarna 

• Mutacja: losowe zaburzenie strategii (parametrów decyzyjnych) 

• Krzyżowanie: średnia arytmetyczna dwóch strategii z populacji 

• Funkcja celu: ? 



Funkcja celu 

dopóki istnieje antyoptymalny front 

 nadaj ranking i wszystkich strategiom, których fronty są „niezdominowane” 

 usuń fronty, których strategiom zostały nadany ranking 

 i = i + 1; 

 

dla strategii o jednakowym rankingu wylicz punkty będące najmniejszą odległością o 
jaki trzeba przesunąć front, aby był zdominowany 



Punkt idealny 

• idealny punkt zbioru - umowny, (być może) nieistniejący 
punkt, którego współrzędne są wartościami maksymalnymi 
poszczególnych współrzędnych spośród punktów ze zbioru 

 

• Jeśli zbiór A dominuje zbiór B, to idealny punkt zbioru A 
dominuje lub jest równy idealnemu punktowi zbioru B 



Algorytm memetyczny 

• lokalne poprawianie wyników 

• sieć neuronowa nauczona na podstawie wszystkich osobników z 
poprzedniej populacji, wejście: strategia, wyjście: punkt idealny 
antyoptymalnego frontu 

 

• dla każdego z osobników z prawdopodobieństwem 20%: 

wykonaj poszukiwanie maksimum metodą Neldera-Meada w 
przestrzeni strategii, gdzie wartością dla danej strategii jest wypłata w 
postaci losowych wag zastosowanych do punktu idealnego zwróconego 
przez sieć neuronową 

 

 



Gra testowa 

 

 

 

 

 

 

 

 



Racjonalne strategie 



Gra testowa zmodyfikowana 

 

 

 

 

 



Użyta metryka 

• IGD (Inverse Generational Distance) 

 

 

 

• P* – zbiór jednorodnie rozłożonych punktów z oczekiwanego 
rezultatu 

• F – otrzymany rezultat 

• d(v,F) – minimalna odległość Euklidesowa między v a punktami z F 



Wyniki 

 



Wyniki 

 



Wyniki 

 



 



Red Queen Effect 

• Czerwona Królowa do Alicji „aby utrzymać się w tym samym 
miejscu, trzeba biec ile sił” 

Lewis Carroll, Po drugiej stronie lustra 

 

• Hipoteza Czerwonej Królowej - silna konkurencja wymusza 
stałe zmiany ewolucyjne o charakterze kierunkowym 

Leigh van Valen, 1973 

 

Przykłady: 

• biologia: lis i królik, żyrafa i akacja, drzewa w lesie 

• biznes: rywalizujące firmy 

 



Podsumowanie 

• szybsza zbieżność metody memetycznej 

• większa stabilność 

• lepszy ostateczny wynik 

• zastosowanie w czasochłonnych lub kosztownych 
obliczeniowo problemach 
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