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Wyttumaczalne Al

Mimo wysokiej efektywnosci systemow Al, nie da sie w prosty
sposob wyttumaczy¢ uzytkownikowi (cztowiekowi), w jaki sposob
zostata podjeta decyzja/dziatanie

W wielu zastosowaniach intepretowalnosc¢ procesu decyzyjnego jest
mocno wskazana (np. systemy finansowe), a w niektorych wrecz
konieczna (np. gdy w gre wchodzi ludzkie zdrowie i zycie)

Aspekty etyczne i prawne

Wyttumaczalne/interpretowalne systemy Al staja sie bardzo
pozadane

AT Svst DoD and non-DoD
ystem Applications
Transportation
Security

« We are entering a new Medicine « Why did you do that?
age of Al applications » Why not something else?

* Machine learning is the Finance « When do you succeed?
core technology = When do you fail?

« Machine learning models Legal « When can I trust you?
are opaque, non- « How do I correct an error?
intuitive, and difficult for Military
people to understand
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Wyttumaczalne Al

Celem jest stworzenie modeli, ktore:

Sa bardziej wyjasnialne, a jednoczesnie utrzymuja wysoka
efektywnosc

Pozwalaja uzytkownikowi rozumie¢, ufac i skutecznie z nimi
wspotpracowac

Today

* Why did you do that?

=EET - E5E
Eﬁgﬂn;‘ * Why not something else?
Emll VB ¥ Learning This is a cat » When do you succeed?
Bﬁgggl? Process (p=.93) » When do you fail?
| ot L4 * When can | trust you?
HE~H~8n
= + How do | correct an error?
Training Learned Output User with
Data Function a Task
+ | understand why
N P This is a cat: « | understand why not
ew ol s 'gnh:z;”;;‘”hmkers: « 1 know when you'll succeed
||—:>eam|ng ill" 1ﬁ l] | -1t has this feature- I know when you'll fail
rocess {5 dy ol g Y « | know when to trust you
Bl jule fuln foln -
= i /1 e s et T U * | know why you erred
Training Explainable Explanation User with
Data Model Interface a Task
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Wydajnosc vs wyttumaczalnosc

Learning Techniques (today) Explainability
I (notional)
MNeural Nets

Graphical
Models

j..-"Decisic:-n |
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Trees/ Explainability
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Wyjasnianie gtebokiego

Learning Techniques (today)

uczenia

Explainability

Maodified deep learning
techniques to leamn
explainable features
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Interpretowalne modele

Learning Techniques (today)

/ Neural Nets \
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Explainability

(notional)
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Deep Explanation

Modified deep learning
techniques to learn
explainable features

Interpretable Models

Techniques to learn more
structured, interpretable,
causal models
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Indukcja modelu

Learning Techniques (today) Explainability

o (notional)
" NeuralNets N
7 . ) Graphical __ zbooe o

N\ Models &~ ©

L pe— E b|\ 3] 788 %4

Learnin : ; NSEMDIE SR, Q-1 »8 6
g Bayesian Methods '«f/&.; T e

Belief Nets

Explainability
‘i Y i Model
E i lr J F l l 2
‘/’.! " .* !“ # }“! “ Experiment
Deep Explanation Interpretable Models Model Induction
Modified deep learning Techniques to learn more Techniques to infer an
techniques to learn structured, interpretable, explainable model from any
explainable features causal models model as a black box
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LIME

Local Interpretable Model-Agnostic Explanations [2]
Local — uzywa lokalnie wazonej regresji liniowe;j
Model-Agnostic — bez wiedzy o modelu (czarna skrzynka)
Przykfad: predykcja choroby
|. Model przewiduje, ze pacjent ma grype.

2. LIME zaznacza, ktore symptomy w historii pacjentow
prowadzity do takiej predykg;ji

3. Kichanie i bol gtowy przyczynity sie do predykcji grypy,
brak znuzenia jest argumentem przeciw

4. Ostateczna decyzje podejmuje lekarz

/ sneeze Flu Explainer
- weight (LIME)
\ headache

no fatigue

age 7

Model Data and Prediction

v

sneeze
headache

no fatigue

WV

Explanation Human makes decision

[2]



LIME — zasada dziatania

Pojedynczy wejsciowy obraz jest modyfikowany na wiele
sposobow i sprawdzane jest jak zmieni sie predykcja
Jest to kluczowe w kontekscie interpretowalnosci nowego

modelu, poniewaz na wejsciu mozna zmieniac¢ elementy czytelne
dla cztowieka, np. wyrazy czy fragmenty obrazu

Original Image Interpretable

Components
[4]
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LIME — zasada dziatania

Ukryty model jest aproksymowany przy pomocy modelu
czytelnego ktory podejmujac decyzje bazuje na modyfikacjach
oryginalnego wejscia poprzez np. usunigcie pewnych stow lub
zakrycie czesci obrazu

Model czytelny jest modelem lokalnym

Na koncu, jako cechy wyjasniajace, brane sa te, ktore maja
podobne wartosci zarowno dla badanej instanc;ji jak i dla
rekordow zbioru treningowego zblizonych do niej

e
/e ‘
Perturbed Instances | P(tree frog) A ¢
- '\
a~ .
[ ] .

0.85

P(tree frog) = 0.54

b ; _ Locally weighted
X B , regrision
' e
Original Image

Explanation
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Lokalnhie wazona regresja liniowa

Aby wyjasnic konkretna decyzje wystarczy rozumiec jak model
zachowuje sie w niewielkim lokalnym otoczeniu

Analogia do rozniczkowania — catosciowy ksztat krzywej moze byc
bardzo ztozony, natomiast obliczenie gradientu w danym punkcie
jest czesto tatwym zadaniem

Regresja liniowa
1. Fit 6 to minimize )_ (y' — T 2(9))2

B [3]
2. Output 67z,

Lokalnie wazona regresja liniowa

1. Fit 6 to minimize ), w'(y'" — 67 zW)2,

b

. Output 67 z.
: 3]
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Lokalnhie wazona regresja liniowa
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[4]
Ztozona funkcja decyzji modelu ukrytego f (oznaczona jest na

niebiesko/rozowo) nie moze by¢ ona dobrze aproksymowana
przez model liniowy

Czerwony duzy krzyz jest analizowang instancja

Probkowane rekordy s3 predykowane przy pomocy f, a nastepnie
wazone odlegloscia do badanej instancji

Kreskowana linia jest granica decyzji oraz definiuje wyjasnienie,
ktore jest lokalnie (tylko lokalnie) wiarygodne
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Lime — dziatanie

[4]
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SP-LIME

Celem jest selekcja istotnych cech i stworzenie modelu globalnego

Analizujac zbior instancji, widzimy ktore cechy s3 istotne lokalnie
przy predykcji owych instancji

Cechy, ktore sa lokalnie istotne dla wielu instancji, s tez globalnie
istotne; pozostate cechy nie s3 dalej rozpatrywane

Nastepnie wybierany jest zbior instancji, ktore pokrywaja
przestrzen globalnie istotnych cech, a jednoczesnie nie s3
redundantne miedzy soba w kontekscie wyjasniania
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Rezultaty
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=

Rezultaty

v 2 9 precision - recall
1= = a- —
1 1 precision + recall
recall precision
Books DVDs

LR NN RF SVM LR NN RF SVM

Random 14.6 14.8 14.7 147 142 14.3 145 144
Parzen 84.0 B87.6 943 923 87.0 81.7 942 873
Greedy 53.7 47.4 450 533 524 58.1 46.6 55.1
LIME 96.6 94.5 96.2 96.7 96.6 91.8 96.1 95.6

Usredniona warto$¢ miary F,

[2]
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RODO + DALEX, kilka slow o moim
referacie na DSS

Facebook Twitter + Google+ in Linkedin
n

W przyszly piatek (8 czerwca) na wydziale MiNI PW

SmarterPoland.pI odbedzie sie konferencja Data Science Summit.
W sali 107 pomiedzy 10:50 a 11:20 ma miejsce mdgj

referat Wyjasnij! Jak budowa¢ wyjasnialne

modele ML / AL i jak to sie ma do RODO?, na ktéry
Szukaj ... serdecznie zapraszam.

Planuje opowiedziec o temacie, ktdry wcigga mnie coraz hardziej, czyli wyjasnialnym
AT (XAI). Jak to sie ma do RODO i o co chodzi z pogloskami o ,,prawie do

Blog
wyjasnienia”?
Fundacja
Wspieramy To bedzie techniczny referat (sorry, zadnych zdjec [
Wspieraja nas kotow czy psow, by¢ moze jakies zdjecia robotow). i
Pokaze jak konstruowac i uzywac wykresy R R,
Facehook ) . . SERRREL:
breakDown (i powiem dlaczego sg lepsze niz LIME U e LY
czy wartosci Shapleya), bedzie tez mowa o § """"""""" 'G'\"‘ﬁf‘"

najnowszym wyniku naszego zespotu, czyli
OSTATNIE WPISY wykresach What-If.
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