
Komitety sieci konwolucyjnych w zagadnieniu 

klasyfikacji przy jednoczesnym zaszumieniu 

danych wejściowych oraz etykiet klas

Stanisław Kaźmierczak



2

Agenda
● Szum i jego rodzaje

● Źródła szumu

● Model

● Architektura sieci

● Zaszumianie danych

● Wyniki

● Analiza błędów

● Propozycje dalszych prac



3

Wprowadzenie
● Problem klasyfikacji obrazów jest obecnie bardzo popularnym 

zagadnieniem

● Modele trenowane na dobrej jakości danych osiągają w niektórych 

dziedzinach lepsze rezultaty niż ludzie

● Rzeczywiste dane są dość często zdegenerowane szumem 

występującym na atrybutach (cechach) lub etykietach (klasach)

● Wpływa negatywnie na działanie klasyfikatorów
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Szum
● Definicja

➢ Cokolwiek co zakłóca, przyciemnia relację między cechami obiektu, a 

jej klasą [1, 3]

➢ Niesystematyczny błąd [2, 3]

● Rodzaje szumu [2, 4]

➢ Szum związany z atrybutami (ang. Feature/attribute noise)

➢ Szum związany z etykietami (ang. Label/class noise)

● Szum na etykietach jest potencjalnie bardziej szkodliwy [4]

➢ Jest wiele cech, ale tylko jedna etykieta

➢ Znaczenie (istotność) każdej cechy na proces uczenia jest różna, 

natomiast etykiety mają zawsze duży wpływ
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Źródła szumu na etykietach
● Informacja dostarczona ekspertowi jest niewystarczająca do 

przeprowadzenia niezawodnego etykietowania 

➢ Przykład: decyzja o chorobie na podstawie wywiadu lekarskiego

● Błąd eksperta (człowieka lub maszyny)

➢ Etykiety dostarczone przez nie-ekspertów, np. Amazon Mechanical

Turk

● Nieobiektywność ekspertów

➢ Przykład: eksperci rzadko zgadzają się odnośnie dokładnych granic 

we wzorcach sygnału w analizie EKG

● Sposób kodowania lub problemy komunikacyjne

➢ Przykład: błędne oznaczenie maili jako spam wynikające z 

nierozumienia mechanizmu lub przypadkowego kliknięcia
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Źródła szumu na atrybutach
● Niedostateczna jakość urządzeń pomiarowych

● Wynikające z praw fizyki

➢ Przykład: wibrujące pole elektromagnetyczne

● Warunki pomiaru

➢ Przykłady: hałas w tle, słabe oświetlenie

● Konwersja sygnału analogowego na cyfrowy

● Konsekwencja kompresji danych

● …
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Klasyfikacja danych zaszumionych
● Wraz ze wzrostem zniekształcenia obrazów, jakość klasyfikatorów 

spada istotnie szybciej niż jakość klasyfikacji dokonywanej przez 

człowieka

● Szum na etykietach ma również wiele negatywnych konsekwencji

➢ Pogorszenie jakości predykcji

➢ Potrzebny bardziej złożony model

➢ Potrzebny większy zbiór treningowy i/lub dłuższy proces uczenia

● Na uwadze trzeba mieć również fakt, że pozyskanie poprawnie 

otykietowanych danych jest z reguły czasochłonne, kosztowne i 

wymaga znaczącego zaangażowania ekspertów dziedzinowych

● Z przeprowadzonego przeglądu literatury wynika, że problem 

klasyfikacji obrazów przy jednoczesnym zaszumieniu atrybutów i 

etykiet nie był do tej pory analizowany
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Model
● Założenia

➢ Brak wiedzy na temat rodzaju i stopnia zaszumienia atrybutów 

oraz etykiet

➢ Działanie na surowych obrazach (bez żadnego preprocessingu)

● CNNy, w ogólności, osiągają dobre rezultaty na zaszumionych 

obrazach (szum na atrybutach)

● Zespoły modeli dobrze radzą sobie z szumem na etykietach

● Jak komitet CNNów poradzi sobie z jednoczesnym szumem 

atrybutów i etykiet?

● Każdy z pojedynczych modeli uczony jest na całym zbiorze danych

● Dla ustalonego N (liczba pojedynczych modeli w komitecie), wyniki 

N-komitetu porównywane są z wynikami zbioru mniejszych 

komitetów oraz zbioru pojedynczych CNNów, których suma 

wynosi N
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Przykład dla N = 15

(a) Kombinacja 15-stu pojedynczych CNNów

(b) Kombinacja 5-komitetu i 10-komitetu

(c) Kombinacja 3-ech 5-komitetów

(d) 15-komitet 
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Zbiory danych
● MNIST

➢ Zbiór pisanych ręcznie cyfr (10 klas)

➢ Obrazy 28x28, w skali szarości

➢ Zbiór treningowy – 60k egz.

➢ Zbiór testowy – 10k egz.

● CIFAR-10

➢ Zbiór obiektów należących do 10 klas

➢ Obrazy 32x32, kolorowe (3 kanały)

➢ Zbiór treningowy – 50k egz.

➢ Zbiór testowy – 10k egz.
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Architektura sieci (MNIST)

[5] 
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Architektura sieci (CIFAR-10)
● convolutional layer, 32 output channels with a size of 3x3, ReLU activation function

● convolutional layer, 64 output channels with a size of 3x3, ReLU activation function

● max pooling layer of size 2x2

● dropout set to 25%

● convolutional layer, 128 output channels with a size of 3x3, ReLU activation function

● max pooling layer of size 2x2

● convolutional layer, 128 output channels with a size of 3x3, ReLU activation function

● max pooling layer of size 2x2

● dropout set to 25%

● flatten layer

● fully-connected layer with 1024 neurons and ReLU activation function

● dropout set to 50%

● fully-connected layer with 10 neurons and softmax activation function
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Zaszumianie danych
● Wartości atrybutów oryginalnego zbioru zostały przeskalowane 

liniowo do przedziału [0, 1]

● 5 kopii oryginalnego zbioru zostało zaszumionych szumem 

gaussowskim z odchyleniem standardowym σ = 0.05, 0.15, 0.25, 

0.35, 0.45

● Wartości mniejsze od 0 zostały zastąpione przez 0

● Wartości większe od 1 zostały zastąpione przez 1

● Dla oryginalnego zbioru i każdej z 5 kopii, utworzonych zostało 

kolejne 5 kopii, a wartości etykiet zostały zmienione z 

prawdopodobieństwem p = 0.05, 0.15, 0.25, 0.35, 0.45

● Jeśli dana etykieta została wylosowana do zmiany, nowa wartość 

losowana była z rozkładu dyskretnego jednostajnego U{0, 9}, aż 

do uzyskania innej niż oryginalna wartości

● Uzyskujemy w ten sposób 36 wersji każdego ze zbiorów danych 

(MNIST i CIFAR-10)
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Predykcja
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Eksperyment
● 20% danych treningowych jest używanych w każdej epoce jako 

zbiór walidacyjny (w każdej epoce losowany jest nowy zbiór 

walidacyjny)

● Etykiety na zbiorze testowym nie są zaszumiane (chcemy mieć 

wiarygodną ocenę działania modelu)

● Dla każdego z 36 poziomów szumu zostało nauczonych 

niezależnie 50 CNNów

● N-komitety zostały utworzone poprzez losowanie bez zwracania 

N modeli z powyższej puli

● Dla każdego poziomu zaszumienia eksperyment został wykonany 

30 razy
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Wyniki dla MNIST
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Wyniki dla CIFAR-10
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Różne konfiguracje CNNów
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Podsumowanie wyników
● Średni błąd oraz jego odchylenie standardowe maleją wraz ze

wzrostem rozmiaru komitetu

● Prędkość poprawy stopniowo maleje

● Komitety zawsze pokonują zbiór pojedynczych modeli, niezależnie

od stopnia zaszumienia i wielkości zespołu

● Duże komitety pokonują kombinacje mniejszych dla większości

stopni zaszumienia

● Duże komitety radzą sobie relatywnie lepiej dla zbioru CIFAR-10

niż MNIST

● Nie stwierdzono jasnej relacji pomiędzy poziomem szumu a

optymalną konfiguracją modeli
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Różnica średnich a suma wariancji
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Różnica średnich a suma wariancji
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Analiza błędów
● Błędnie/wątpliwie poetykietowane egzemplarze zbioru testowego
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Analiza błędów
● Jeden błędnie klasyfikujący model, który mocno wpływa na

całościową predykcję
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Analiza błędów
● Ciężko jednoznacznie stwierdzić przyczynę błędu

● Przy tym samym stopniu zaszumienia obrazu, ale bez zaszumienia

etykiet, komitet silnie wskazuje na liczbę sześć, np. dla 10-komitetu

skumulowane prawdopodobieństwo zera wynosi 1.818, a szóstki –

8.166

● 5% zaszumionych etykiet drastycznie wpływa na wynik
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Podsumowanie i dalsze prace
● Zespoły modeli są dobre!

● Bardziej złożone architektury pojedynczych modeli

● Początkowe odszumienie

● Augmentacja danych

● Zwiększenie niezależności modeli wchodzących w skład komitetów

● Zastosowanie komitetów do innych problemów klasyfikacji
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