€

Zespoty modeli — przeglad literatury

Stanistaw Kazmierczak



Agenda
Motywacja
Obszary tworzenia zespotow
Faza wyboru instanc;ji
Faza selekcji cech
Faza tworzenia modeli
Faza taczenia modeli

Roznorodnosc



tgczenie vs selekcja (1)

{ class label Grid Riudsinted
- Search Search

CV CV

mm——————— s Combiner/Selector

5

i ckone | Classifier selection

|

| Use thefh\

|

i = 7 =5 >_E!asslﬁer fusion

| Classifier |Classifier [ Classifier

i

|

|

——————————— ———————

feature values

[1]



tgczenie vs selekcja (2)
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taczenie modeli w zespot prawie zawsze daje lepsze wyniki niz
najlepszy z pojedynczych modeli

Analogia do zespotu ekspertow, konsylium lekarskiego



Intuicja (1)

Poprawna klasa Model 1 Model 2 Model 3 Zespot
A A B A A

A A A B A

B A B B B

A B B B B

B B B A B

B A B B B

B B A B B

A B A A A

B B B A B

A A A A A
Accuracy 60% 70% 60% 90%




Intuicja (2)

Weak learner — model dajacy nieco lepszy rezultat niz losowa

C predykcja

0.90 A

0.85 A

0.80 A

0.75 A

0.70 - 2 klasy
- accuracy pojedynczego modelu: 55%

0.65 A

0.60 -
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Wz6r Bienayme

Wartosci zmiennych losowych moga symulowac wielkosc

btedow, ktore popetniaja modele

Przy zatozeniu, ze wartosc oczekiwana zmiennej losowe;
wynosi 0, wartosc btedu sredniokwadratowego (MSE)

jest rowna wariancji btedu
(wariancji zmiennej losowej)

Zmniejszenie wariancji jest tozsame
ze spadkiem MSE

Dla zbioru nieskorelowanych
zmiennych losowych X: o tym
samym rozkfadzie zachodzi:

Var (X) = Var( ZX)
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Modele w petni skorelowane

Poprawna klasa Model 1 Model 2 Model 3 Zespot
A A A A A

A A A A A

B A A A A

A B B B B

B A A A A

B B B B B

B B B B B

A B B B B

B B B B B

A A A A A
Accuracy 60% 60% 60% 60%




Modele czesciowo skorelowane

Rzeczywiste modele s3 z reguty dosc mocno (ale nie w petni)
skorelowane

Trudne instancje sa trudne dla (prawie) wszystkich modeli

Podobnie wyglada sytuacja dla prostych instancji

Poprawna klasa Model 1 Model 2 Model 3 Zespot
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Accuracy 60% 60% 60% 70%




Jakosc¢ zespotu

O sile zespotu modeli decyduja dwa gtowne czynniki
Zroznicowanie modeli sktadowych
Jakos¢ modeli sktadowych

Tradeoff pomiedzy zroznicowaniem i jakoscia pojedynczych
modeli

W przypadku weak learners zespoty osiagaja wigksze
zroznicowanie modeli sktadowych, ale zespot musi byc liczniejszy
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Budowanie modelu (1)

A Combination level

« selection or fusion?

+ voting or another combination method?
 trainable or non-traingble combiner?
and why not another classifier?

Combiner

‘C]assiﬁer'l‘ ‘ Classifier 2 ‘ ‘ ‘ | Classifier L ‘

B Classifiet level
+ same ot different classifiers?

 decision trees, neural networks oPather?
« how many/?

C Feature level _
Features « all fegtures or subsets of features?
» random or selected subsets?

D Data level
* independent/dependent
bootstrap samples!

« selected data sets! Data set
[1]

Wiekszosc¢ technik z réznych obszarow mozna stosowac
niezaleznie od siebie



Budowanie modelu (2)

A Combination level

+ selection or fusion!

+ voting or another combination method!
trainable or non-trainable combiner!
3nd why not another classifier!

Combiner

>

‘ Classifier L ‘

Classifier 2 ‘

‘ Classifier 1 ‘

B Classifier level
« same or different classifiers?
o decision trees, neural net
+ how many?
. Random subspace

C Feature level
+ all features or subsets of features?
+ random or selected subsets?

Random Forest

Features

D Data level
/’ * independent/dependent
bootstrap samples!

/ « selected data sets? Data set

Boosting
Bagging

Linear Oracle

[1]
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Bagging
Bagging = bootstrap aggregating

Budowa zespotu bazuje na utworzeniu grupy modeli na roznych
zestawach danych wygenerowanych z oryginalnego zbioru uczacego

Kazdy z zestawow zawiera te samg liczbe rekordow i powstaje w
wyniku losowania ze zwracaniem z oryginalnego zbioru uczacego

Pojedynczy zestaw danych zawiera zdublowane rekordy, jak
rowniez nie zawiera pewnych rekordow z oryginalnego zbioru

SO
OO:...() Original Data
0g- 90 ¢
O..
| l | ]
0.00. O.... ..... Bootstrapping
00000 | 00000 00000
Aggregating

Ensemble classifier Bagging

[2]
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Lasy losowe (1)

Zespot modeli budowany wg nastepujacych zatozen:
Modelami sktadowymi sa drzewa decyzyjne

Dane treningowe stuzace do skonstruowania kolejnych drzew
losowane s3 ze zwracaniem ze zbioru uczacego (bootstrapping)

Drzewa s3 jedynie konstruowane, nie jest stosowane ich
przycinanie

. . Instance
Las losowy jest wigc forma RandomForest o |
baggingu, w ktorym pojedyncze G . g
: AN D e A
modele s3 lekko zmodyfikowa- s q?’\}\ e
i i i : O30 EbEd ddLEd EvE! (530 & 0'é¢
nymi drzewami decyzyjnymi Sl cvan SHeriNIy R SIS
Las losowy moze byc wykorz- ., Class Class-B
stany do oceny znaczenia [Majority-Voting |
poszczegolnych cech [Final-Class]
[3]
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Lasy losowe (2)

Klasyczny algorytm konstrukcji lasu losowego wyglada nastepujaco:

Input: D - zbiér uczacy, p - liczba zmiennych niezaleznych, T' - liczba
tworzonych drzew (wielkos¢ zespotu), d < p - wymiar podprzestrzeni

Result: L - las losowy

begin

fort=1to1 do

utworz zestaw danych (ang. bootstrap sample) D; poprzez

wylosowanie card(D) rekordéw ze zbioru D ze zwracaniem;
zbuduj drzewo M; na podstawie Dy, nie stosujac przycinania;

W kazdym wezle wylosuj d sposréd p zmiennych | rozwaz podziaty
bazujgce na tych d zmiennych

end
return {M, :t=1,.... 1T}

end
[4, 5]
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Boosting

Zbiory treningowe generowane sa poprzez losowanie ze
Zwracaniem

Nowy model budowany jest tak, aby lepiej poradzic sobie z
instancjami, w ktorych poprzedni model zawiodt

Ostateczna predykcja podejmowana jest poprzez usrednienie
predykcji (lub gtosowanie wiekszosciowe) bazowych klasyfikatorow

Srednia wazona na podstawie jakosci predykcji poszczegdlnych
modeli

@ 'Q. 09, C‘. @9 Q 0 o
00000~ 0 0 @ O O 9
\_/.. \J.. ..
Original Data Weighted data Weighted data
Ensemble
Classifer
v v - - v N
(1Y o0 | 00
00 o000 000
X 0000 X 0000 X 0000
00000 0000 00000
00000 00000 00000
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Pojedynczy model/bagging/boosting

complete training set random sampling with random sampling with
i replacement . : replacement

NG

over weighted data

()-@

1 iteration | parallel
@

single estimate
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Selekcja/ekstrakcja cech

Redukujac liczbe wejsciowych cech, adresujemy problem
wysokowymiarowych i rzadkich danych

Random subspace

- podzbior cech jest losowo wybierany i na ich podstawie
konstruowane sa klasyfikatory bazowe

- predykcja z reguly przy uzyciu wazonego glosowania, gdzie
waga pojedynczego modelu jest jego accuracy
Input decimation
- cechy wybierane s3 w sposob nielosowy

- algorytm redukuje korelacje miedzy btedami klasyfikatorow
bazowych poprzez trenowanie ich na roznych podzbiorach
cech wejsciowych

- rozszerzenia metody polegajace na jednoczesnym
sprawdzaniu accuracy i roznorodnosci, jak rowniez

zastosowaniu algorytmow ewolucyjnych
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Poziom modeli

Modele niegeneratywne

Opieraja sie na zbiorze bazowych, dobrze nauczonych,
klasyfikatorow/regresorow

Nie stuza do tworzenia nowych bazowych modeli, ale staraja si¢
w odpowiedni sposob pofaczyc/wyselekcjonowac juz istniejace
Modele generatywne

Tworza nowe bazowe modele

Na nowopowstajacy model maja wptyw wczesniej utworzone
modele

Nowopowstajacy model tworzony jest zgodnie z ogolna reguta

maksymalizacji jakosci wtasnej predykcji oraz roznorodnosci
zespotu
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taczenie klasyfikatorow (1)

Combiner dostaje na wejsciu wyjscie z bazowych (pojedynczych)
modeli, np. wybrana etykiete (klase), ranking etykiet lub wektor
prawdopodobienstw dla kazdej klasy

Zwraca ostateczng etykiete danej instancji
Trenowalne i nietrenowalne combinery
Metody
Majority voting/wazone Majority voting
Bazujace na regutach Bayesa

Wykorzystujace rozne operatory algebraiczne (maksimum,
minimum, mediana, srednia, itp.)
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taczenie klasyfikatorow (2)
Metody (cd.)

Bazujace na teorii zbiorow rozmytych
Meta-learning
- trenowalne combinery
- output bazowych modeli staje sie cechami combinera

Jako wejscie combinera, oprocz wyjs¢ z pojedynczych modeli,
moga podane byc rowniez cechy wejsciowe pojedynczych modeli
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G

tgczenie klasyfikatorow (3)

,» 1 he combiner matters (a lot)” [8]
,» I he trained combiner works better” [8]

Train the combiner if you have enough data [9]
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Selekcja modeli (1)

Selektor wybiera podzbior zbioru bazowych modeli
Metody

Test and select
- podejscie zachtanne; nowy klasyfikator jest dodawany do
zespotu tylko wtedy, gdy zmniejsza btad sredniokwadratowy
- dowolna metoda doboru kolejnego klasyfikatora do zespotu,
analizowane byly m.in. algorytmy ewolucyjne

Cascading classifiers
- bazowe klasyfikatory sa dodawane sekwencyjnie
- jesli pewnosc predykcji pierwszego klasyfikatora jest duza, jest
uznawana za ostateczng
- Wpp. decyzja jest przekazywana do kolejnego klasyfikatora, itd.

- model kaskadowy znajduje szczegolne zastosowanie w
systemach czasu rzeczywistego, poniewaz decyzja powinna byc
szybka, podjeta maksymalnie przez kilka klasyfikatorow 723



Selekcja modeli (2)
Metody cd.

Dynamic Classifier Selection
- kompetencje kazdego klasyfikatora bazowego sa oceniane na
biezaco
- wybierane s3 te, ktore najbardziej nadaja sie do danego wejscia
- funkcja oceniajaca klasyfikatory priorytetyzuje te, ktore
dobrze radzity sobie z przypadkami, ktore znajduja sie blisko w
przestrzeni cech z testowanym egzemplarzem
Metody klasteringowe
- podejscie dynamiczne moze byc w niektorych przypadkach
zbyt kosztowne obliczeniowo
- klastry tworza modele bazowe, ktore dawaty podobne
rezultaty

- z kazdego klastra wybierany jest klasyfikator(y), co zapewnia
odpowiednie zroznicowanie zespotu
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Selekcja modeli (3)
Metody cd.

Orientation ordering

- algorytmy zachtanne, ktore preferuja dotozyc do zespotu te
modele, ktore skoryguja dotychczasowe btedne predykcje
zespotu

Procedury statystyczne

- wybieraja z bazy modele z wysokim accuracy, a ostateczna
predykcja dokonywana jest przy uzyciu majority voting

Bazujace na metodach selekcji cech

- Np. Forward selection/backward elimination dodaje/usuwa
klasyfikatory tak, aby minimalizowac okreslong funkcje celu

25



Mixture of experts

Przestrzeni cech dzielona jest na jednolite regiony

Zespot bazowych klasyfikatorow jest nadzorowany przez tzw. gating

network

Gating network decyduije, ktory klasyfikator (lub w jakim stopniu) ma

by¢ uzyty do ktorego regionu

WV procesie nauki uczone sa zarowno modele bazowe jak i gating

network

.88 - gatmg functions

v - Gating H\

fue . H
\\&______ _Ilem'_ﬂfk_,-- }__4'.,"
1oy 18
" Expert 1 N 'Egzi
G
I S
T S
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v
| Expertk |
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Roznorodnosé (1)
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Roznorodnosc (2)

Nie ma monotonicznej zaleznosci pomiedzy roznorodnoscia modeli
w zespole, a jego accuracy

A moze istnieje taka miara?

Good and Bad diVCFSfJCy 3 classifiers: A, B, C
15 ob[ed:s, wrong vote, m correct vote

individual accuracy = 10/15 = 0.667

MAJORITY VOTE P = ensemble 3ccu laY

AR R EEEE EEEE
B EEEE "EEEEE"HN
CHEIENR EEEEN |

independent classifiers
P=11/15=0.733

identical classifiers
P=10/15 = 0.667

dependent classifiers 1
P= 7/15=0.467

AlEE EER " EE"EN
P EHENE EH EH H EEER
c EEE EEEEN |

dependent classifiers 2 Good diversity
P =15/15=1.000

[1]
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,Last step: ensemble it”
Best Kagglers

*Wystarczy losowos¢ na poziomie modelu oraz majority/soft-voting
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Zrodia (1)

http://www.icpram.org/Documents/Previous_Invited Speakers/2016
[ICPRAM2016_Kuncheva.pdf

https://en.wikipedia.org/wiki/Bootstrap_aggregating

https://medium.com/@williamkoehrsen/random-forest-simple-
explanation-377895a260d2d

Learning, M. (2012). The Art and Science of Algorithms that Make
Sense of Data.

M. Grzenda, slajdy z wyktadow przedmiotu Metody Data Science

https://en.wikipedia.org/wiki/Boosting_(machine_learning)

https://quantdare.com/what-is-the-difference-between-bagging-and-
boosting/
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https://en.wikipedia.org/wiki/Boosting_(machine_learning)
https://quantdare.com/what-is-the-difference-between-bagging-and-boosting/

Zrodia (2)

Duin, R. P. (2002). The combining classifier: to train or not to train?.
In Object recognition supported by user interaction for service

robots (Vol. 2, pp. 765-770). IEEE.

Choi, S. S,, Cha, S. H.,, & Tappert, C. C. (2010). A survey of
binary similarity and distance measures. Journal of Systemics,
Cybernetics and Informatics, 8(1), 43-48.

https://people.cs.pitt.edu/~milos/courses/cs2750-
Spring04/lectures/class22.pdf
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