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O mnie
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Cel doktoratu

• Samodzielne systemy rozwiązujące wiele zadań danego typu

• Jednolite zasoby oraz jednolita meta-metoda nauki

• Różnorodne zagadnienia klasyfikacji
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Możliwe ścieżki

• Odpowiednia architektura systemu

• Współdzielona pamięć

• Metody dekompozycji problemów uczących
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Motywacja

• Koszty

• Ograniczenia sprzętowe

• Zrozumienie inteligencji ludzkiej
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Single-task learning (STL)



Single-task learning

• {xi , yi}Ni=1 - zadanie

• N - liczba obserwacji

• F - trenowany model

• L - funkcja kosztu
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Single-task learning

Rysunek 1: W klasycznym podejściu, do zadania trenowany jest nowy
model.
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Przykładowe zadania

Rysunek 2: Przykładowe zadania. Obrazki pochodzą z
Meta-Dataset [11].
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STL do wielu zadań

• ({xti , yti}Nt
i=1;Ft ;Lt)Tt=1 - zadania

• T - liczba zadań

• Nt - liczba obserwacji dla zadania t

• Ft - model do zadania t

• Lt - funkcja kosztu zadania t
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STL do wielu zadań

Dla zadań ti i tj takich, że i 6= j może zachodzić:

• dim(xti ) 6= dim(xtj)

• dim(yti ) 6= dim(ytj)

• Nti 6= Ntj

• Fi 6= Fj

• Li 6= Lj
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STL do wielu zadań

Rysunek 3: W klasycznym podejściu, do każdego zadania trenowany jest
oddzielny model.
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Wyzwania

• Rozmiar zbioru danych

• Niewystarczająca wiedza zawarta w etykietach

• Nabyta wiedza nie jest wykorzystywana do innych zadań
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Jak zbudować dobrze generalizujący model?
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Możliwe podejścia

• Inductive transfer learning

• Self-supervised learning

• Multi-task learning

• Zadania pomocnicze (auxiliary tasks)

• Transductive transfer learning

• Few-shot / One-shot / Zero-shot learning

• Domain adaptation

• ...
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Inductive transfer Learning



Inductive transfer Learning

Założenie: wiedza z zadania wstępnego jest przydatna do
rozwiązania zadania docelowego

• ({x1i , y1i}N1
i=1;F1;L1) - zadanie wstępne

• ({x2i , y2i}N2
i=1;F2;L2) - zadanie docelowe

• θF1 ∩ θF2 6= ∅

14



Powiązane zadania

Rysunek 4: Powiązane zadania mogą być rozwiązane podobnymi
sposobami, np. wykrywając krawędzie obiektów na obrazku.

15



Inductive transfer learning

Rysunek 5: Zdobyta wiedza może być użyta do rozwiązania nowego
zadania.
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Meta-Dataset

Rysunek 6: Przykłady obrazków z Meta-Dataset [11].
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Meta-Dataset

Rysunek 7: Różnica w skuteczności przenoszenia wiedzy ze wszystkich
zbiorów vs tylko ze zbioru ImageNet. Wyniki pochodzą z [11].

Obserwacja 1: Obecne metody nie potrafią w pełni wykorzystać
heterogenicznych zbiorów danych.
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Jak zbudować wstępny model bez dostępu
do etykiet?
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Self-supervised Learning (SSL)



Self-supervised Learning

Założenie: wiedza z zadania wstępnego jest przydatna do
rozwiązania zadania docelowego

• ({x1i}N1
i=1;F1;L1) - zadanie wstępne

• ({x2i , y2i}N2
i=1;F2;L2) - zadanie docelowe

• θF1 ∩ θF2 6= ∅
• N1 � N2
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Self-supervised learning

Rysunek 8: Transfer wiedzy metodą Self-supervised learning.
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Self-supervised learning

Rysunek 9: Przykład zadania SSL polegającego na przewidywaniu
względnych pozycji wycinków obrazka [4].
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Self-supervised learning

Rysunek 10: Przykład zadania SSL polegającego na przewidywaniu
obrotu obrazka [5].
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Self-supervised learning

Rysunek 11: Przykład zadania SSL polegającego na kontrastowaniu [2].
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Self-supervised learning

Rysunek 12: Przykład zadania SSL bazującego na filmach [7].
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Self-supervised learning

Rysunek 13: Przykład zadania SSL polegającego na predykcji ukrytych
słów [1, 3].
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Multi-task Learning (MTL)



Multi-task learning

• ({xti , yti}Nt
i=1;F ;Dt ;Lt)Tt=1 - zadania

• F - model bazowy (backbone) z parametrami θF

• F jest używany we wszystkich zadaniach

• Dt - głowa modelu (dekoder) wyłącznie do zadania t z
parametrami θDt

Model do zadania t jest zdefiniowany jako

ŷti = Dt(F(xti ; θF ); θDt ) (1)
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Multi-task learning

Wspólny model jest określony parametrami

θ = ({θDt}Tt=1, θF ) (2)

MTL polega na znalezieniu parametrów θ∗ takich, że

θ∗ = argmin
θ

1
T

T∑
t=1

1
Nt

Nt∑
i=1

Lt(yti , ŷti ) (3)
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Multi-task learning

Rysunek 14: W podejściu multi-task, ten sam model służy do
rozwiązania wielu zadań (hard parameter sharing).
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Multi-task learning

Rysunek 15: Podejście multi-task z łagodnym współdzieleniem
parametrów (soft parameter sharing).
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Multi-task learning

Rysunek 16: Podejście multi-task z dekoderami w różnych
głębokościach.
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Multi-task learning

Rysunek 17: Wizualizacje filtrów konwolucyjnych w różnych
głębokościach sieci [10].
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Multi-task learning

Rysunek 18: MTL do problemu z chronionymi zmiennymi celu.
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Multi-task learning

Zalety MTL:

• pośrednia metoda augmentacji danych

• skupienie uwagi na sednie problemu

• zapożyczanie dobrych cech z innych zadań

• budowa reprezentacji przydatnych do wielu (więc także do
nowych) zadań
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Zadania pomocnicze



Zadania pomocnicze

Rysunek 19: W nauce rozwiązywania zadania głównego może być
przydatne zadanie pomocnicze.
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Zadania pomocnicze w autonomicznej jeździe

Rysunek 20: Przykładowe zadania pomocnicze w nauce autonomicznej
jazdy mogą polegać na detekcji obiektów i segmentacji obrazu.
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Zadania pomocnicze w matrycach Ravena

Rysunek 21: Przykładowe zadania pomocnicze w nauce rozwiązywania
matryc Ravena polegające na kontrastowaniu embeddingów i predykcji
reguł [8].
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Zadania pomocnicze w matrycach Ravena

Tablica 1: Wpływ zadań pomocniczych na wyniki na zbiorze I-RAVEN.

Zadanie pomocnicze Skuteczność (%)
dense sparse contrastive SCL SRAN CoPINet

× × × 82.8 56.0 44.8
X × × 86.9 59.4 32.2
× X × 95.6 59.9 50.3
× X X 95.7 66.1 52.3
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Zadania pomocnicze w wykrywaniu mowy nienawiści

Rysunek 22: Zadania pomocnicze w nauce wykrywania mowy nienawiści.
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Weakly-supervised learning

Rysunek 23: Trening słabo-nadzorowany w nauce wykrywania mowy
nienawiści.
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Pseudo MTL



Czy można nauczyć model rozwiązywać to
samo zadanie różnymi sposobami?
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Pseudo-task Augmentation

Pseudo-task Augmentation (PTA) [9]:

• (({xti , yti}Nt
i=1;F ;Dtd ;Lt)Dd=1)

T
t=1 - zadania

• każde zadanie t ma D różnych dekoderów {Dtd}Dd=1
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Pseudo-task Augmentation

Rysunek 24: W metodzie PTA każde zadanie jest rozwiązywane na D

różnych sposobów. W przykładzie na ilustracji D = 3.
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Pseudo-task Augmentation

Model wykorzystujący dekoder d do zadania t jest zdefiniowany
jako

ŷtdi = Dtd(F(xti ; θF ); θDtd
) (4)
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PTA - funkcja kosztu

W metodzie PTA, trening polega na znalezieniu parametrów θ∗

takich, że

θ∗ = argmin
θ

1
TD

T∑
t=1

1
Nt

Nt∑
i=1

D∑
d=1

Lt(yti , ŷtdi ) (5)

gdzie
θ = ({{θDtd

}Dd=1}Tt=1, θF ) (6)
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PTA - walidacja

Podczas walidacji używany jest najlepszy dekoder dla danego
zadania, to znaczy

θ∗eval = argmin
θ

1
T

T∑
t=1

1
Nt

argmin
d∈1...D

Nt∑
i=1

Lt(yti , ŷtdi ) (7)
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PTA - algorytm treningu

1: Given T tasks {{xti , yti}Nt

i=1}Tt=1, and D decoders per task
2: {{θDtd

}Dd=1}Tt=1 ← DecInitialize()
3: Initialize θF
4: Initialize decoder costs ctd ←∞ ∀ (t, d)

5: while not done training do
6: for m = 1 to M do B M is meta-iteration length

7: Update θF and θDtd
via a joint gradient step.

8: for t = 1 to T do
9: for d = 1 to D do

10: ctd ← evaluate(θDtd
, θF , t) B e.g., get validation error

11: for d = 1 to D do
12: θDtd

← DecUpdate
(
d , {θDtdo

, ctdo}Ddo=1

)
13: return

(
{{θDtd

}Dd=1}Tt=1, θF
)
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PTA - inicjalizacja dekoderów

• Independent Initialization (I) - niezależna losowa inicjalizacja
wszystkich θDtd

• Freeze (F) - zamrożenie wszystkich wag dekoderów oprócz θDt1

• Independent Dropout (D) - dropout przed każdym dekoderem
(opcjonalnie z różną intensywnością)
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PTA - inicjalizacja dekoderów

Niech ctd oznacza błąd na zbiorze walidacyjnym i
cmin
t = min(ct1, . . . , ctD).

• Perturb (P) - dodanie szumu ∼ N (0, εpI ) do parametrów θDtd

dla każdego d takiego, że ctd 6= cmin
t

• Hyperperturb (H) - jak Perturb, tylko że DecUpdate
aktualizuje hiperparametry (dropout) nienajlepszych
dekoderów dodając szum ∼ N (0, εh)

• Greedy (G) - dla każdego zadania, niech θmin
t będzie wagami

najlepszego dekodera z kosztem cmin
t . Wtedy, DecUpdate

aktualizuje wszystkie θtd := θmin
t , włączając hiperparametry.
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PTA - inicjalizacja dekoderów

Wymienione metody inicjalizacji mogą być ze sobą łączone tworząc
klasę algorytmów PTA-*.
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PTA - wyniki Omniglot

Rysunek 25: Próbka ze zbioru danych Omniglot [6], który zawiera
czarno-białe zdjęcia znaków z 50 alfabetów o wymiarze 105× 105.
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PTA - wyniki Omniglot STL
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Rysunek 26: Średnia poprawa nad D = 1 uśredniona dla 20 zadań ze
zbioru Omniglot rośnie wraz z D: 1.86% dla D = 2; 2.33% dla D = 3 i
2.70% dla D = 4.

50



PTA - wyniki Omniglot MTL
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Rysunek 27: Średnia poprawa nad D = 1 uśredniona dla 50 zadań ze
zbioru Omniglot rośnie wraz z D: 3.63% dla D = 2; 4.07% dla D = 3 i
4.37% dla D = 4.
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PTA - pomysły na dalsze prace

• Zamiana liniowych dekoderów na nieliniowe

• Różne architektury dekoderów, np. warstwy liniowe z 2i

neuronami dla i ∈ [0, 10]

• Automatyczny wybór optymalnej architektury dekodera
(metody neuroewolucyjne)

• Inne metody zapewniające różnorodność dekoderów
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Podsumowanie



Podsumowanie

• Inductive transfer learning - transfer wiedzy z problemu
wstępnego do docelowego

• SSL - transfer wiedzy z problemu wstępnego bez etykiet

• MTL jest przydatny gdy zadania są powiązane

• Zadania pomocnicze pomagają odkryć sedno problemu

• MTL może być wykorzystany do STL za pomocą PTA
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Czy metody transferu wiedzy są drogą do
Silnej Sztucznej Inteligencji?

Zapraszam do dyskusji
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