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Al --> To jest kot, poniewaz:

e warto$¢ neuronu odpowiadajacego kategorii ,kot” w warstwie
wyjsciowe] byta najwyzsza

XAl (Explainable Al) --> To jest kot, poniewaz:

e Koty lubig skaka¢ na kolana

e Koty s3 zwierzetami terytorialnymi

e Koty poluja na myszy

e Koty duzo $piag (Srednio 12 — 14 godzin na dobe)
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Interpretowalnosé¢ a jakos$¢ dziatania (1)
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Interpretowalnosé¢ a jakos$¢ dziatania (2)

4 Highly Accurate Models

. Neural Networks -Non-linear relationship
-Non-smooth relationship

-Long computation time
@ Random Forest

. Support Vector Machine

Accuracy

‘ Decision Trees
‘ Linear Regression

@ Classification Rules

Interpretability
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artner Hype Cycle

Figure 1: Hype Cycle for Data Science and Machine Learning, 2021
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Po co wyjasnia¢ modele?

Decyzje bazujace na Al musza by¢ wyjasnialne, aby mozna im
zaufa¢ (84% respondentéw, 22" Annual Global CEO Survey)

Bezpieczenstwo w krytycznych obszarach, np. diagnozy
medyczne, autonomiczne pojazdy

= Aby méc zaudytowaé model, musi by¢ on interpretowalny

Regulacje prawne, np. konieczno$¢ uzasadnienia decyzji o
odmowie udzielenia kredytu

Lepszy efekt wspdtpracy cztowiek (ekspert) + Al
Akceptacja spoteczna
n (CzeS$¢ spoteczenstwa boi sie Al, poniewaz nie wie, jak dziata

Debugowanie, np. wykrycie, ze model podejmuje decyzje na
podstawie mato istotnych detali/szumu w danych

L udzka ciekawo$éé
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Wyjasnialne Al

e Terminy ,wyjasnialny” i ,interpretowalny’ s3 pojeciami dos¢
miekkimi
e Przyktady wyjasnien Humans )

» Wskazanie zbioru cech, ktére sa e

J=o+BX
. . Interpretability //Fx>4 &)
kluczowe z punktu widzenia Methods /f”

danego problemu predykcyjnego 4 s
(wyjasnienie globalne)

Black Box
Model

= Wskazanie powodu, dlaczego dana

. . . ﬁlearn

instancja zostata sklasyfikowana [PTTITTTTT]
. L. , Data 7/ 5

w taki, a nie inny sposéb / ///

(wyjasnienie lokalne) capure

World ii ! ;
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Modele interpretowalne

Niektore modele s3 ze swej natury wyjasnialne, np.

= Modele regresyjne

= Drzewa decyzyjne

= K najblizszych sgsiadéw

= Reguty decyzyjne, np. One rule

» Modele bayesowskie

Y = w11 + war2 + wo

=,

Training
dataset

wy: increase in y if x;
increases by one unit

wyp (intercept): y for a test instance
with average normalized features

o)

Training
dataset

.'L‘1>"}/

Class O
Support: 70%

Impurity: 0.1 \

Straightforward what-if testing
Simple univariate thresholds
Direct support and impurity measures
Simulatable, decomposable

=l

Training

m]
(o]
[m| dataset

O

/ w%est

K similar training instances
Prediction by majority voting
Simulatable, decomposable
Algorithmic transparency (lazy training)

[4]
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Prace przegladowe (survey):

e Arrieta, A. B. et al. (2020). Explainable Artificial
Intelligence (XAl): Concepts, taxonomies, opportunities
and challenges toward responsible Al.

e Vilone, G., & Longo, L. (2020). Explainable artificial
intelligence: a systematic review.

e Islam, S. et al. (2021). Explainable Artificial Intelligence
Approaches: A Survey.

Monografie:
e Molnar, C. (2020). Interpretable machine learning.

e Biecek, P., & Burzykowski, T. (2021). Explanatory model
analysis: explore, explain, and examine predictive models.
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Metody wyjasniania
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Wyjasnienie tekstem

Wyjasnienie tekstem
e Jezykiem naturalnym

e Symbolami reprezentujacymi model
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Wyjasnienie wizualizacja

Wyjasnienie wizualizacja
e Duza cze$¢ metod bazuje na technikach redukcji wymiarowosci
do 2/3 wymiaréw

e Alternatywnie poprzez wybér zestawdw 2/3 cech

Black-box Feature
simplification model relevance

— X My |-y | o Ul .0

) x=(z!, ..., z")
x;: input instance
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Lokalne wyjasnienie

Lokalne wyjasnienie
e Segmentacja przestrzeni rozwigzan

e (Oddzielne wyjasnienia dla mniej ztozonych podprzestrzeni
rozwigzan

Black-box

Feature

model relevance
—>
X = (.’El, !:1;”')
x;: input instance
v <
{ 2,
oY % «&{?
& 2
Q:‘ 2 %o
& Q‘:'g %
hY '0/@ )ZP
~ ;(’ .
v M s
\ ,

Stanistaw Kazmierczak




Wyjasnienie przez przyktad

Wyjasnienie przez przyktad

e Selekcja reprezentatywnych przyktadéw uchwytujace relacje
znalezione przez model

e Podobienstwo do ludzkiego ,Wyjasnijmy to na przyktadzie”

Model Black-box Feature
simplification model relevance
x—~ My |-y | | > g . ]

— (pl .
x = (z',...,z")
x;: input instance
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Wyjasnienie przez uproszczenie

Wyjasnienie przez uproszczenie
e Wymaga zbudowania nowego systemu

e Cel: utrzymanie podobienstwa w dziataniu i podobnej jakosci
dziatania przy zmniejszonej ztozonosci

Black-box Feature
model relevance

X My |-y | o Ul .0

— (pl .
x = (z',...,z")
x;: input instance
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Wyjasnienie istotnosci cech

Wyjasnienie istotnosci cech
e Dla kazdej cechy zwracany jest konkretny wynik liczbowy
e Przyktady:
= wspdtczynniki w regresji liniowe]
= wagl w plerwszej warstwie sieCl neuronowe|
= Wspdbtczynnik Giniego w drzewie decyzyjnym /lesie losowym

» Liczba wystapien cechy w weztach drzewa/lasu
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Taksonomia — najwyzszy poziom

[Rule=hage Learners
(General Additive Models:
Maodels: 5, 205, 210

Transparent Modelsje

|
XATin M'LI
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Taksonomia — metody Model-Agnostic

Rule-based learner: [[32,51,120, 190, 211, 212, 213, 214, 215, 216]

Explanation by simplification Decision Tree: [[21, 119,133,135, 149, 217, 218]

/ Influence functions: [[173, 220, 221]

/ Sensitivity:

Game theory inspired:

Saliency: [[85,227]]

Feature relevance explanation

Interaction based:

Others: [[140, 141, 229, 230, 231]]

Rule-based learner:

Local Explanationsf’—_ [Decision Tree:
IH%,IH Others: [[67,224,230, 234,235, 236, 237]|
IIH'HI Conditional / Dependence / Shapley plots: [[56, 224, 238, 239]
HI' Visual explanation Sensitivity / Saliency: [[85,227]][222, 223]]

Others: [[117, 123, 140, 178, 234]]
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Taksonomia — metody Model-Specific

Explanation by 5impli[ication|—|l)m:isinn Tree/Prototype: [ 15 20 |

Feature relevance cxplmmlion|_|Fcaturc importance / contribution: [[105 104220 241]

Warlable importance / attribution:

[Ensembles and Multiple Classifier Systems
Visual explanation

Rule-based learner: [[57,93 54 95 106 154244245246

Probabilistic:

Explanation by simplification

Support Vector Machines

/

/
|

|Impona.ncchu11m1mtinn:

Sensitivity / Saliency: [[Zo0]]

|
I / -
| /Fuaiurc relevance cxplana!1m<
/

—[Local explanation| —[Decision Tree / Sensitivity: [Tz
Explanation by ].".szmplu|—| Activation clusters:

/
I/
/Mulu—l,aye.r Neural Networksf—

\
‘\\

i

'I‘cxtexp]anatinnl_|Capunn generation: [[11]115 ||
Visual c.xpla.nation'-'Saliuncy I Weights: |

Decision Tree: |
Activations:

Feature Extraction:

270, 2717
|

Filter / Activation: [[&3, (36, 157122 [52 265,

Sensitivity { Saliency: |

Layer modification: [[133, 274,275 |
|.\-'Iodcl combination: [[51, 274, z76] |
|Allcn1iun networks:

|I 088 modification: Bl [E |

Explanation by !:imphﬁcatmu|_|Ru1u—bascd learner: E“
Feature relevance cxplmmliou'-'Acl.ivaﬁun propagalion:

_h_-l\-'isual cxpla.rmtiunl_| Activations: E||

Loss / Layer modification: [77, |1—.?|
Arquitecture modification

Others: [[157, 753, 281 [[Z83]

|
{Recurrent Neural Networks
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LIME

[4 Ribeiro, M. T., Singh, S., & Guestrin, C. (2016, August).
"Why should | trust you?" Explaining the predictions of any

classifier. In Proceedings of the 22nd ACM SIGKDD
international conference on knowledge discovery and data

mining (pp. 1135-1144).

e [ocal Interpretable Model-Agnostic Explanations
= Lokalna interpretacja (dla pojedynczych instancji)
» Niezalezny od modelu (model bazowy — czarna skrzynka)
e QOgdlna idea: zaburz wejscie i sprawdz, jak zmieni sie predykcja
e Dziata dla réznego rodzaju danych (tabelaryczne, obrazowe,
jezykowe)
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LIME dla obrazéw (1)

e Podziat obrazu na interpretowalne komponenty (contiguous
superpixels)

e Wyftaczenie (ustawienie na kolor szary) niektérych
komponentéw

e Dla kazdej z zaburzonych instancji otrzymujemy
prawdopodobienstwo poprawnej klasy

. 0.00001
Original Image

P(tree frog) = 0.54

Original Image Interpretable
Components

[5]
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LIME dla obrazéw (2)

e Tworzymy model regresyjny uczony na zaburzonych
instancjach

= Jest lokalnie wazony — zaburzone instancje, ktére bardzie;
przypominaja obraz oryginalny maja wieksza wage
1. Fit 6 to minimize ), w'(y"" — §7z")2.

2. Output 67 z.

= Cechami s3 superpiksele

= Superpiksele z najwiekszymi wspoétczynnikami wyznaczonymi
przez algorytm regresji s krytyczne z punktu widzenia
predykgji
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LIME — interpretacja sieci Inception

e Dla podanego zdjecia przedstawione s3 3 klasy, dla ktérych
sie€ zwrécita najwieksze prawdopodobienstwo

= Rece i oczy zaby rzekotki przypominaja nieco kule bilardowe

= Serce przypomina cze$¢ balonu
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SP-LIME

e (Celem jest selekcja istotnych cech i stworzenie modelu
globalnego

e Analizujac zbiér instancji, widzimy ktére cechy s3 istotne
lokalnie przy predykcji owych instancji

e Cechy, ktore sg lokalnie istotne dla wielu instancji, sg tez
globalnie istotne; pozostate cechy nie s3 dalej rozpatrywane

e Nastepnie wybierany jest zbiér instancji, ktére pokrywaja
przestrzen globalnie istotnych cech, a jednoczesnie nie s3
redundantne miedzy soba w kontekscie wyjasniania
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Podsumowanie (1)

‘ Hybrid modelling approaches
XAT's future New explainability-preserving modelling approaches
research arena Interpretable feature engineering
High
>
Q
2w} Post-hoc explainability techniques
55' Interpretability-driven model designs
O
O
2y
]
L
ie,
§
Low
Low High
Model interpretability
Fairness Privacy Accountability
Responsible
Al
. Security &
Ethics Transparency Y
Safety
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Podsumowanie (2)

e Niektérych ludzkich decyzji nie da sie w sposdb prosty i
wyczerpujacy wyttumaczyé

e S3 to na przyktad (btyskawiczne) decyzji oparte na intuicji
(ktéra z kolei tworzona jest na podstawie doswiadczenia)

e Wydaje sie wiec, ze w niektérych obszarach nalezy na pewnym
etapie postawi¢ kropke i nie prébowa¢ wyjasnia¢é modeli za
wszelka cene
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1. https://blog.edrone.me/pl/xai-pl/

2. https://ichi.pro/pl/wyjasnialna-sztuczna-inteligencja-xai-
100919187492012

Molnar, C. (2020). Interpretable machine learning

4. Arrieta, A. B. et al. (2020). Explainable Artificial Intelligence
(XAl): Concepts, taxonomies, opportunities and challenges
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