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Definicja

Uczciwosé

postepowanie zgodnie z przyjetymi zasadami lub prawem

Sprawiedliwosc

stata i niezmienna wola przyznania kazdemu naleznego mu prawa

Fairness

brak jakichkolwiek uprzedzen lub faworyzowania jednostki lub grupy ze wzgledu na jej wrodzone
lub nabyte cechy



Popularnosc

znaczny wzrost popularnosci od 2016 roku

ACM Conference on Fairness, Accountability, and Transparency (od 2018)

ICML 2018 — dwie z 5 nagrodzonych prac byty o sprawiedliwosci

kazdego tygodnia kilka nowych prac
BRIEF HISTORY Of FAIRNESS IN ML

OH, CRAP.
LOL FAIRNESS!!
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https://towardsdatascience.com/a-tutorial-on-fairness-in-machine-learning-3ff8ba1040cb
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COMPAS

* Correctional Offender Management Profiling for Alternative Sanctions (COMPAS)

Black Defendants’ Risk Scores White Defendants' Risk Scores

Risk Score Risk Score

WHITE AFRICAN AMERICAN
Labeled Higher Risk, But Didn't Re-Offend 23.5% 44.9%
Labeled Lower Risk, Yet Did Re-Offend 47.7% 28.0%

https://www.propublica.org/article/machine-bias-risk-assessments-in-criminal-sentencing
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https://github.com/openai/dalle-2-preview/blob/eeec5a1843b1d17cb9ed113117a2fcaa9206a564/system-card.md



Przyczyny

historyczne zasztosci (np. prawo, ktére obowigzywato)

stereotypy, nieuswiadomione uprzedzenia

nierdznorodne, niezbalansowane dane

interwencja cztowieka w dane, wyniki modelu, jego parametry

Deploy biased
model
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Open Images ImageNet

Us
32.1%

Figure 1: Fraction of Open Images and ImageNet images from each country. In both data sets, top
represented locations include the US and Great Britain. Countries are represented by their two-letter
ISO country codes. [1]

1 42,997

Figure 2: Distribution of the geographically identifiable images in the Open Images data set, by
country. Almost a third of the data in our sample was US-based, and 60% of the data was from the
six most represented countries across North America and Europe. [1]
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Gender Darker
Classifier Male
B Microsoft 94.0%
e
E : FACE 99.3%
e ——
IBNM 88.0%

Darker

Female

79.2%

65.5%

65.3%
=== N

Lighter Lighter Largest
Male Female Gap
100% 98.3% 20.8%
99.2% 94.0% 33.8%
99.7% 92.9% 34.4%

Classifier Metric All F M Darker Lighter DF DM LF LM
PPV (%) 93.7 893 974 87.1 99.3 79.2 940 98.3 100
MSFT Error Rate(%) 6.3 10.7 2.6 12.9 0.7 20.8 6.0 1.7 0.0
TPR (%) 93.7 96.5 91.7 87.1 99.3 92.1 83.7 100 98.7
FPR (%) 63 83 35 12.9 0.7 16.3 7.9 1.3 0.0
PPV (%) 90.0 787 99.3 83.5 95.3 65.5 99.3 940 99.2
: RS Error Rate(%) 10.0 21.3 0.7 16.5 4.7 34.5 0.7 6.0 0.8
TPR (%) 90.0 989 85.1 83.5 95.3 98.8 76.6 98.9 929
FPR (%) 100 149 1.1 16.5 4.7 234 1.2 Tl 1.2
PPV (%) 879 79.7 944 77.6 96.8 65.3 88.0 929 99.7
IBM Error Rate(%) 12.1 203 5.6 22.4 3.2 34.7 120 7.1 0.3
TPR (%) 879 92.1 85.2 77.6 96.8 823 748 99.6 948
FPR (%) 121 148 7.9 22.4 3.2 25.2 177 520 04




Dlaczego jest to wazne?

pogtebianie nierédwnosci spotecznych

niesprawiedliwe traktowanie osob, wptyw na zycie cztowieka

straty wizerunkowe

problemy prawne



Prawo

USA

Race (Civil Rights Act of 1964); Color (Civil Rights Act of 1964); Sex (Equal Pay Act of 1963; Civil Rights Act of 1964);
Religion (Civil Rights Act of 1964); National origin (Civil Rights Act of 1964); Citizenship (Immigration Reform and Control
Act); Age (Age Discrimination in Employment Act of 1967); Pregnancy (Pregnancy Discrimination Act); Familial status (Civil
Rights Act of 1968); Disability status (Rehabilitation Act of 1973; Americans with Disabilities Act of 1990); Veteran status
(Vietnam Era Veterans' Readjustment Assistance Act of 1974; Uniformed Services Employment and Reemployment Rights
Act); Genetic information (Genetic Information Nondiscrimination Act)

Unia Europejska

Dyrektywa Rady 2000/43/WE wprowadzajgca w zycie zasade rownego traktowania oséb bez wzgledu na pochodzenie
rasowe lub etniczne , dyrektywa Rady 2000/78/WE ustanawiajgca ogdélne warunki ramowe réwnego traktowania w
zakresie zatrudnienia i pracy — chronigca przed dyskryminacjg ze wzgledu na ,religie lub przekonania, niepetnosprawnosg,
wiek lub orientacje seksualna”, dyrektywy Rady 2004/113/WE oraz 2006/54/WE wprowadzajgce w zycie zasade rownego
traktowania mezczyzn i kobiet w zakresie dostepu do towardow i ustug oraz w dziedzinie zatrudnienia i pracy

Polska

Art. 32 i 33 Konstytuc;ji
1. Nikt nie moze by¢ dyskryminowany w zyciu politycznym, spotecznym lub gospodarczym z jakiejkolwiek przyczyny.

1. Kobieta i mezczyzna w Rzeczypospolitej Polskiej majg rowne prawa w zyciu rodzinnym, politycznym, spotecznym i
gospodarczym.



Dane wrazliwe/chronione

X - zbiér zmiennych wejéciowych

XcX- podzbidr danych wrazliwych

dane wrazliwe - dane okreslajgce jakas grupe, ktora nie powinna podlegac¢ dyskryminacji, np. ptec,
pochodzenie, wiek, niepetnosprawnosc

» zalezg od kontekstu, rozwigzywanego problemu

e czasami mogg by¢ podane nie wprost, np. pte¢ — poziom edukacji, wysokos¢ zarobkow, stowa
kluczowe w CV, wydziat



The social tapestry
of Cape Town
Census 2011
1 dot = 1 individual

W Black African
' Coloured

Indian/Asian
B white
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Najpopularniejsze zbiory danych

Dataset Name Reference | Size Area

UCI adult dataset [7] 48,842 income records | Social

German credit dataset [47] 1,000 credit records Financial

Pilot parliaments benchmark dataset [24] 1,270 images Facial images
WinoBias [168] 3,160 sentences Coreference resolution
Communities and crime dataset [129] 1,994 crime records Social

COMPAS Dataset [89] 18,610 crime records Social

Recidivism in juvenile justice dataset || [28] 4,753 crime records Social

Diversity in faces dataset [107] 1 million images Facial images




Metryki

nie istnieje jedna uniwersalna, ogdlnie przyjeta miara sprawiedliwosci (fairness)

Gtowny podziat
* Indywidualne — podobne jednostki powinny by¢ traktowane podobnie (sprawiedliwie)
* Grupowe —rdzne grupy powinny by¢ traktowane jednakowo (sprawiedliwie), np. kobiety, mezczyzni

* Wielogrupowe — jednostki z kazdg kombinacjg cech wrazliwych powinny by¢ traktowane jednakowo
(sprawiedliwie), np. mtode kobiety, czarnoskdérzy mezczyzni

Oznaczenia:
y € 0,1 - oczekiwana (prawdziwa) odpowiedz
iy €0,1 - przewidywana wartos$¢

s = Pr(¢; = 1) - prawdopodobieristwo przypisania wartoéci 1 obserwacji i
gi, g; - identyfikatory grup (podziat na podstawie zmiennych wrazliwych)



Metryki

Statistical/Demographic Parity PT(@) = 1|g7;) = P’I“(@ — 1|9j)

Pr(j = 1|g1)
P (Azlgz)

Equal Opportunity Pr(j = 1|y = 1&g;) = Pr(y = 1|y = 1&g;)

Disparate Impact

Equalized Odds Pr(§ = 1y = 1&g;) = Pr(§ = 1|y = 1&g;) & Pr(§ = 1|y = 0&g;) = Pr(§ = 1|y = 0&g;)
Overall accuracy equality Pr(y = 0|y = 0&g;) + Pr(y = l|ly = 1&g;) = Pr(y = 0|y = 0&g,) + Pr(§ = 1|y = 1&g;)

Fairness Through Awareness — “podobne” dane wejsciowe dawac powodowac “podobny” wynik

Falrnkes)s Through Unawareness — wynik powinien by¢ niezalezny od danych wrazliwych (ich usuniecie nie zmienia
wyniku
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Accuracy vs fairness tradeoftf

analysis results
and model are
non-discriminating

ideal —  ACC=0.87; p%-rule=45%

(impossible) === Acc=0.82; p%-rule=70%
voe ACC=0.74; p%-rule=98%

possible compromise
between fairness and
accuracy

fairness

analysis results and

model are created

without considering
discrimination

low accuracy highest accuracy

possible using all data
without constraints

accuracy




Podziat technik

A

> Fairness Metrics <

Pre-processing

In-processing

Post-processing

Intervention Type
2]




Pre-Processing

Adversarial Learning Causal Methods Relabelling and Perturbation (Re)sampling Reweighing Transformation Variable Blinding
I | I I I | I
Adel et al. [3] Chiappa and Isaac [63] Calders and Verwer [51] Adler et al. [4] Calders and Verwer [51] Calmon et al. [54] Chen et al. [60]

Feng et al. [97] Galhotra et al. [106] Cowgill and Tucker [76) Bastani et al. [18] Calders and Zliobaité [52] Calders and Verwer [51] Chouldechova and G’ Sell [67]
Kairouz et al. [152] Glymour and Herington [110] Hajian and Domingo-Ferrer [126] Calders and Verwer [51] Kamiran and Calders [155] Dwork et al. [87] Feldman et al. [96]
Madras et al. [194] Kilbertus et al. [163] Jiang and Nachum [141] Celis et al. [56] du Pin Calmon et al. [86] Hardt et al. [129]

Xu et al. [277, 278] Kusner et al. [173] Kamiran and Calders [155] Chouldechova and G’ Sell [67] Feldman et al. [96] Wang et al. [273]

Nabi and Shpitser [208]

Salimi et al. [238, 237, 236]

RS

Constraint Optimization

Adversarial Learning

Beutel et al. [30, 28]
Celis and Keswani [55]
Edwards and Storkey [89]
Feng et al. [97]
Wadsworth et al. [271]
Xu et al. [278]
Zhang et al. [290]

Calibration

Hébert-Johnson et al. [130]
Kim et al. [164]
Liuet al. [188, 189]
Noriega-Campero et al. [212]
Pleiss et al. [223]

Kamiran et al. [156, 157]
Kilbertus et al. [163]
Luong et al. [192]
Wang et al. [272, 273]

Russell et al. [234]

Bandits

Gordaliza et al. [117]
Johndrow et al. [143]
Lahoti et al. [176]
Lum and Johndrow [191]
Wang et al. [272]
Zehlike et al. [287]

Dwork et al. [88]
Tosifidis et al. [138]
Kamiran and Calders [155]
Onetoet al. [214]
Ustun et al. [265]
Zhang and Neill [291]

Zafar et al. [284]

Figure 3: Pre-processing Methods
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egularization Reweighing

In-Processing

Ensign et al. [93] Celis et al. [57] Chierichetti et al. [65] Aghaei et al. [7] Bechavod and Ligett [19] Krasanakis et al. [172]
Gillen et al. [108] Cotter et al. [75] Gohetal. [112] Berk et al. [26] Di Stefano et al. [81] Jiang and Nachum [141]
Joseph et al. [146, 147] Haas [124] Kim et al. [164] Feldman et al. [96] Goelet al. [111]
Liu et al. [189] Manisha and Gujar [195] Nabi and Shpitser [208] Heidari et al. [132] Huang and Vishnoi [136]
Nabi et al. [209] Narasimhan [210] Jiang et al. [142] Kamishima et al. [158]
Zemel et al. [288]

Post-Processing

e S

Constraint Optimisation Thresholding

| |
Kim et al. [164] Hardt et al. [129]
Tosifidis et al. [138]
Kamiran and Calders [155]
Menon and Williamson [202]
Valera et al. [266]

Figure 4: In-processing Methods

Transformation
|
Chiappa [62]
Kilbertus et al. [162]
Nabi and Shpitser [208]

Figure 5: Post-processing methods



Pre-processing

e Ukrywanie (blinding) —z danych uczacych usuwane sg zmienne wrazliwe,

wady: zmniejszenie accuracy, dane skorelowane

* Naprawa — "reczne” poprawienie danych na podstawie wiedzy eksperckiej,

wady: trudne w praktyce

* Rozszerzenie danych —dodanie nowych obserwacji, zdywersyfikowanie zbioru
danych

wady: trudne w praktyce
e Resampling — usuniecie, zduplikowanie danych, aby wyréwnac liczbe danych w
poszczegodlnych grupach
* Transformacja — jakas transformacja danych wejsciowych, ktéra usuwa/zmniejsza
czynnik dyskryminujgcy



Autoenkoder

‘l

Estimate
distribution

Diverse skin color, pose, illumination

Amini, Alexander, et al. Uncovering and mitigating algorithmic bias through learned latent structure. AAAI 2019



Autoenkoder

@ :
Learn from fair
data distribution

Latent distributions used to create fair
1 T and representative dataset




Autoenkoder - wyniki
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E= a=0.01 B o=0.001



FairGAN [6]

: . Real: (x, v, 2,918=0
* model generuje nowe, sztuczne dane, ktore eal: (x, . ) E.315=0
pozbawione sg czynnika dyskryminujacego Fake: (x 9,8) (%, 918 =1)
Generator: generuje nowe dane
. . . . D,
e Dyskryminator: ocenia czy dane sg prawdziwe / D.scr,m.nato\ / Discriminator\
I
i~ ..::: _-_-_-_-_I- ------------ i -
1
(Pactirtns )i [ returin
: L
1
1
i
: GDec
' Generator
|
1
1

P, P,
Protected Attribute Noise




In-processing

* Modyfikacja funkcji celu/btedu
Dodanie do funkcji btedu/funkcji celu czynnika uwzgledniajgcego fairness i potgczenie go (np. poprzez
Srednig wazong) z accuracy/loss.

L;+ ALy

* Oddzielne modele dla kazdej z grup + transfer learning



Multi-task learning

Nauka dwdch celdw:
1. oryginalny problem klasyfikacji

2. przewidywanie danych wrazliwych

X
Wada: konieczno$¢ podania do modelu wprost Input Embedding
informacji, ktoére dane sg wrazliwe |
\ Hidden Layers
1 1 1 T Negate gradient!
Task Attribute

y Z



Post-processing

e ,reczna” zmiana wynikow predykcji

e dostosowanie punktu odciecia For equal odds, result lies For equal opportunity, resu_lts lie

10 bellow a!l ROQ curves. 100N thg same hoqzontal line
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3]

Equalized Odds Pr(j = 1|y = 1&g;) = Pr(j = 1|y = 1&g;) & Pr(j = 1|y = 0&g;) = Pr(§ = 1|y = 0&g;)
Equal Opportunity Pr(j = 1|y = 1&g;) = Pr(y = 1|y = 1&g;)



Badania

Learning Optimal and Fair Decision
Trees for Non-Discriminative Decision-Making

Sina Aghaei, Mohammad Javad Azizi, Phebe Vayanos
CAIS Center for Artificial Intelligence in Society
University of Southern California, Los Angeles, CA 90007
{saghaei,azizim,phebe.vayanos} @usc.edu

e MILP budujacy optymalne drzewa pod wzgledem sprawiedliwosci i skutecznosci

e propozycja: alternatywny (szybszy) algorytm ewolucyjny budujacy drzewa decyzyjne o zadanych
kryteriach



Podsumowanie

* popularny temat w pracach zwigzanych z uczeniem maszynowym
* w niektdrych zastosowaniach bardzo istotne znaczenie

* brak jednoznacznej definicji i miary powoduje trudnos¢ w porownywaniu metod oraz wynikow

Ms  Czy sprawiedliwo$¢ w uczeniu maszynowym jest wazna?

@ Tak, sprawiedliwo$¢ w uczeniu maszynowym jest bardzo wazna. Uczenie maszynowe jest

coraz czesciej wykorzystywane w wielu réznych dziedzinach, w tym w rekrutacji,
kredytowaniu i ocenie ryzyka, a nawet w systemach opieki zdrowotnej. Wszystkie te
sytuacje mogg mie¢ wptyw na ludzkie zycie, dlatego wazne jest, aby uczenie maszynowe
byto wykorzystywane w sposdb sprawiedliwy i etyczny. Niektére z waznych kwestii
zwigzanych z sprawiedliwoscig w uczeniu maszynowym obejmujg zapewnienie, ze
algorytmy sg wolne od bteddw i uprzedzen, a takze zapewnienie, ze wszyscy ludzie majg

réwny dostep do korzysci ptyngcych z uczenia maszynowego.

https://chat.openai.com/chat
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